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Uvod
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Kapitola 1

Zaklady matematickej statistiky

1.1 Nahodny vyber

Uvazujme subor dat tvoreny cislami yq,...,y, € R, ktoré sme ziskali meranim alebo pozo-
rovanim. Casto ide o merania ¢ pozorovania realizované na m objektoch, pripadne len na
jednom objekte, ale za m réznych podmienok. Klasickd matematicka statistika sa na cisla
Y1, - -, Ym pozerd ako na realizacie postupnosti ndhodnych premennych Yi,...,Y,,. Na za-
klade teoretickych a empirickych poznatkov obvykle predpokladdme, Ze zdruZzené rozdelenie
tychto nahodnych premennych ma urcité vlastnosti. Najjednoduchsim predpokladom je ten,
ze Y1,...,Y,, si nezavislé a maju rovnaké rozdelenie. Takyto predpoklad nazyvame ,model
nahodného vyberu®.

Definicia 1.1. Nech Yi,...,Y,, st nezavislé ndhodné premenné, vsetky s rovnakym rozde-
lenim danym distribuc¢nou funkciou F. Potom hovorime, ze ndhodné premenné Yi,...,Y,,
tvoria ndhodny vyber? rozsahu m z rozdelenia s distribuénou funkciou F.?

Poznamka 1.2. Aby sme charakterizovali sibor dat y,...,y,, € R, pouzivame niektoré
suhrnné ¢iselné charakteristiky. Najcastejsie pouzivanymi ¢iselnymi charakteristikami tohto
datového stiboru st ,vyberovy priemer dat“ a ,vyberovy rozptyl dat“*

1 & 2 I & 12
Y= %Zyl, resp. s = —— > (y; —y)°.

i—1 m—1:=

Viimnime si, Ze ak Y ~ Emp(y1,...,ym), ¥y = 2, tak y = E(Y) a s* = 2-D(Y). To
naznacuje, ze ak sa data vy, ..., y, nezavislymi realiziciami rovnakého pravdepodobnostného
mechanizmu, &iZe realizdciami ndhodného vyberu Y;,....Y,,, tak &sla ¢ a s* by mohli byt
blizko hodnotdm u = E(Y;), resp. 0 = D(Y;). Aby tento predpoklad vedeli matematicky

spresnit, pozrieme sa na ¢ a na s> ako na realizdcie ndhodnych premennych.

L ZdruZené rozdelenie“ mézeme formélne reprezentovat distribuénou funkciou Fy (y) ndhodného vektora
Y = (Y1,...,Y,,)7T alebo, ak je tento ndhodny vektor diskrétny ¢ spojity, pravdepodobnostami p ~ P[Y =y],
y € Y(9), resp. hustotou f ~ fy(y),y € R.

2Pojem “nédhodny vyber” je zauzivany, ale nie je najstastnejsie zvoleny. Tento pojem totiz méze zvadzat k
tomu, Ze ide uz o realizované hodnoty 1, ..., ¥m, nie o ndhodné premenné.

3Vsimnime si, Ze takéto ndhodné premenné maji rovnaké vietky pravdepodobnostné charakteristiky, Spe-
cidlne maju rovnaki strednd hodnotu, aj rovnaky rozptyl (ak vyltéime patologicky pripad, Ze strednd hodnota
alebo rozptyl ndhodnych premennych s distribu¢nou funkciou F' neexistuje).

4Niekedy sa uvedeny vyberovy rozptyl nazyva ,nevychyleny“ a vyberovy rozptyl, v ktorom by sme kon-
Stantu ﬁ nahradili konstantou 1, sa nazyva ,vychyleny“. Tato terminolégia sa vyjasni neskor.

m
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Definicia 1.3. Nech Yj,...,Y,,, m > 2, tvoria ndhodny vyber (z nejakého rozdelenia). Nech

m 1 m

Y = Y, a SP=——>(YVi-Y)~

Sle

i=1

Potom nahodnti premenntt Y nazjvame vyberovy priemer a ndhodni premennt S? nazy-
vame vyberovy rozptyl.

Poznamka 1.4. Pre ,Statistick inferenciu®“® v ramci modelu ndhodného vyberu potrebu-

jeme matematicky opisat vlastnosti ndhodnych premennych Y a S2, ako aj vlastnosti ich
vztahu. Hoci sa tieto vlastnosti daju studovat aj vo vseobecnosti, v tejto ucebnici sa obme-
dzime na predpoklad, Ze Y7, ..., Y}, maji normdlne rozdelenie.’ V pripade tohto predpokladu
hraju dolezitu ulohu Specialne pravdepodobnostné rozdelenia, takzvané ,chikvadrat® rozde-
lenie a ,,Studentovo® rozdelenie, ktoré si teraz definujeme.

Definicia 1.5. Nech X7, ..., X} st nezavislé ndhodné premenné s rozdelenim N (0, 1). Potom
rozdelenie ndhodnej premennej Z = Y% | X? nazyvame chikvadrat rozdelenie (alebo x?-
rozdelenie) s k-stuptiami volnosti . Znatime Z ~ 3.

Poznamka 1.6. D4 sa ukézat, 7e Z ~ x3 vtedy a len vtedy, ked je Z spojitd nahodna
premenna s hustotou danou predpisom

Sk/2-1p—2/2
1) = Simr ()

pre z > 0 a f(z) = 0 pre z < 0. Vo vyjadreni tejto hustoty je I' takzvand gama funkcia. Pre
nase potreby nie je presny predpis pre f(z) dolezity; uzito¢né je vsak pozriet si tvar hustoty
tychto rozdeleni (napr. https://en.wikipedia.org/wiki/Chi-squared_distribution) a
skutocnost, Ze pre Z ~ x3 plati E(Z) = k a D(Z) = 2k.

Definicia 1.7. Nech Y, Z st nezavislé ndhodné premenné, pricom Y ~ N(0,1) a Z ~ x3.
Potom rozdelenie ndhodnej premennej T' = Y/(/Z/k nazyvame Studentovo rozdelenie
(alebo aj t-rozdelenie) s k-stupnami volnosti. Znacime T" ~ t.

Poznamka 1.8. Podobne ako v pripade rozdelenia 2, nie je pre nase potreby doleZité poznat
presny predpis hustoty rozdelenia t;,. Uvedieme ho len v tejto poznamke:

k+1
L((k+1)/2) ( t2>‘2
t)=—"F"—1(1+—
1) VkI'(k/2) k
pre vsetky ¢t € R. Grafy tychto hustét (napr. https://en.wikipedia.org/wiki/Student?,

27s_t-distribution) je vSak uzitoné poznat. Je mozné ukazat, ze pre k — oo konverguji
hustoty rozdeleni ¢; k hustote rozdelenia N(0,1).

5 Statistickd inferencia“ je ¢asto pouzivany pojem bez jasnej definicie; obvykle zahfiia takzvané ,bodové
alebo intervalové odhadovanie parametrov statistického modelu“ a ,Statistické testovanie hypotéz“.

5V tomto pripade je F v definicii 1.1 formélne sti¢inom m distribuénych funkcif rozdelenia N(u,0?) pre
nejaké parametre p € R a o € (0,00), z ktorych aspon jeden je nezndmy.


https://en.wikipedia.org/wiki/Chi-squared_distribution
https://en.wikipedia.org/wiki/Student%27s_t-distribution
https://en.wikipedia.org/wiki/Student%27s_t-distribution
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Veta 1.9 (Zikladna veta o ndhodnom vybere z normalneho rozdelenia). Nech Yi,... Y,
tvoria nahodny vyber z rozdelenia N(u, c?), pricom m > 2. Nech Y je vyberovy priemer a S*
je vyberovy rozptyl ndhodného vyberu Y7, ..., Y,,. Potom plati:

2 2
a) Y~N<u,;>; b) (magl)sfvxfnl; c) TZYSM\/ENtml.
Dokaz. Dokaz len naznac¢ime. Zo zakladnych poznatkov o normalnom rozdeleni plynie, Ze
priemer Y nahodnych premennych Yi,...,Y,,, ktoré tvoria ndhodny vyber z normalneho
rozdelenia, musi mat taktiez normalne rozdelenie. Na jednozna¢ni identifikaciu tohto nor-
mélneho rozdelenia staci urcit jeho strednii hodnotu a rozptyl. AvSak overit, ze E(Y) = u a
D(Y) = ¢%/m je mozné priamociarou aplikdciou vlastnosti normalneho rozdelenia, strednej
hodnoty a disperzie nahodnych premennych. Tym je dokdzané cast a). Casti b), ¢) je mozné
odovodif s vyuzitim vlastnosti viacrozmerného norméalneho rozdelenia. O]
Poznamka 1.10. Viimnime si dosledky casti a), b) vety 1.9: Ak oznacime Y,, = Y, tak
E(Y,,) = pa D(Y,,) — 0 pre m — oco. Ak oznacime S?, = S?, tak E(S2) = 0 a D(S2) — 0
pre m — 0o. To ndm hovori, ze Y a S? st ,dobrymi“” odhadmi ,Statistickych parametrov*
1 a o2 Cast ¢) ma vyznam pre takzvané ,testovanie statistickych hypotéz® a intervalové

odhady“ tykajice sa parametrov u a o2.

1.2 Bodové odhady parametrov

Volne vyjadrené, hlavnym cielom statistiky je na zaklade dat spresnif nase znalosti o procese,
ktory data vygeneroval. Ako sme uz spomenuli, typicky tento proces modelujeme ako rea-
lizaciu ndhodnych premennych Y7, ..., Y,,. Neuvazujeme pritom vsetky myslitelné zdruzené
rozdelenia ndhodnych premennych Yi,...,Y,,, ale len takzvané ,parametrické® triedy rozde-
leni, pricom prave jeden parameter — ozna¢me ho 0* — povaZujeme za ,skutoény“.® Jednym
zo zakladnych cielov statistiky je ,,rozumne® odhadnut 6*.

Definicia 1.11. Nech © C R* je neprazdna mnozina a nech pre kazdé 6 € O je Fy dis-
tribuénd funkcia m-rozmerného ndhodného vektora. Potom systém {Fy : 6 € ©}” nazyvame
k-rozmerny parametricky Statisticky model pre m-rozmerny vyberovy priestor.'” Mno-
zinu © nazyvame parametricky priestor a prvky # € © nazyvame parametre.

Poznamka 1.12. To, ze ,predpokladame platnost® parametrického statistického modelu
{F, : 0 € ©} znamen4: Predpokladame, Ze ndhodny vektor pozorovani Y = (Y7, ...,Y,,)T m4
distribu¢nua funkciu Fy- pre nejaké fixné, ,skutocné“ 6* € ©.

"Viac v dalsej casti skipt.

8V tejto Casti sa neobmedzujeme len na dva $pecidlne Statistické modely, ktoré sme spomenuli v pred-
chadzajucej Casti, ale tieto modely pre nas predstavuju vhodné ilustra¢né priklady: Pre model jednoduchého
ndhodného vyberu je ,skutoénym parametrom® typicky vektor 6* = (u*,0%")T rozmeru k = 2. Pre mo-
del dvojice nezavislych ndhodnych vyberov je ,skutoénym parametrom® typicky vektor 8* = (uf,us, o2")T
rozmeru k = 3.

9Formalne definujeme parametricky model ako mnozinu vieobecnych distribuénych funkecii dat chapanych
ako nahodny vektor, ale v Specidlnych pripadoch je mozné pouzit aj ,uzsie* formalizacie. Napriklad pre
diskrétne ddta moézeme pouzit parametricku triedu ,pravdepodobnostnych funkecii® {py : € ©}. Alebo pre
spojité ddta mdzeme pouzit parametrickd triedu hustdt {fy : 0 € ©}.

10Alebo ,pre m-rozmerny nahodny vektor pozorovani“, pripadne ,pre m redlnych dat®.
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Definicia 1.13. Nech {Fj : 0 € ©} je k-rozmerny parametricky model na m-rozmernom vy-
berovom priestore. Odhadcom parametra budeme rozumiet akikolvek funkciu 7" : R™ — ©.
Odhadom parametra budeme rozumiet k-rozmerny nihodny vektor'! T(Y;,...,Y,,), kde
(Y1,...,Y,)T je ndhodny vektor s distribucnou funkciou Fy.'? Pre namerané alebo pozoro-
vané data yi, ..., ym, chapané ako realizacie nadhodnych premennych Yi,...,Y,,, budeme pod
pojmom realizicia odhadu parametra rozumiet T'(yq, ..., Ym)-

Poznamka 1.14. Casto sa v ucebniciach Statistiky pouziva pojem ,odhad“ na vsetky tri
pojmy z definicie 1.13: odhadca, odhad, realizdcia odhadu. Navyse pre vSetky tri vyznamy sa
pouziva rovnaky symbol, typicky 0. To moze viest k zméitkom v chapani aj realizovani metéd
matematickej statistiky, preto sme sa v tychto skriptach pokdtsili terminolégiu zjemnit.

Poznamka 1.15. Chceme, aby bol odhadca T'(y1, ..., ym), ¢iZe ,algoritmus*“, ktory z dat po-
skytuje realizacie odhadov vektora 6*, v nejakom zmysle ,rozumny“. Tato poziadavku vieme
matematicky spresnif tak, ze pozadujeme isté vlastnosti pre ndhodny vektor T'(Y3,...,Y,,),
ktory sme nazvali odhad. Jedna zo zakladnych dobrych vlastnosti odhadu je, aby v pripade,
ze 0 je akykolvek spravny parameter, bol odhad T'(Y1,...,Y,,) ,v strednej hodnote* presne
0‘13

Definicia 1.16. Nech {Fy : § € O} je k-rozmerny Statisticky model na m-rozmernom vybe-
rovom priestore. Povieme, ze odhad T'(Y1,...,Y,,)'" je nevychyleny odhad parametra, ak
pre kaZdé 0 € O plati: Ak ndhodny vektor (Yi,...,Y,,)? ma distribuéni funkciu Fjy, tak
E(T(Yy,...,Y,)) =10.

1.3 Metéda maximalnej vierohodnosti

Metoda maximalnej vierohodnosti nam poskytuje univerzalny navod, ako ziskavat odhadcov,
a teda aj odhady neznameho parametra pre diskrétne a spojité statistické modely.

Definicia 1.17. Nech {Fy : 0 € O} je k-rozmerny Statisticky model na m-rozmernom vybe-
rovom priestore. Predpokladajme, ze pre kazdé 6 € © je ndhodny vektor Y = (Y,...,Y,,)T
s distribuénou funkciou Fy diskrétny a jeho pravdepodobnostna funkcia je py, v zmysle
PlYi = y1,.. .Y = Ym] = po(y1, .., ym) pre vietky (yi,...,ym)T patriace do oboru hod-
n6t Y () ndhodného vektora Y. Odhadcom parametra 6 ziskanym metédou maximélnej

vierohodnosti v tomto pripade rozumieme funkciu 7" : R™ — R* definovana'®

T(yh cee 7ym) = argmax@eepe(yla e aym)
Priklad 1.18. Uvazujme Statisticky model na m-rozmernom vyberovom priestore { Fy : § € O},
kde © = (0,1)'% a F} je distribu¢né funkcia zodpovedajtica m nezavislym ndhodnym premen-
nym s rozdelenim Bin(n, ). Hodnotu n povazujeme za zndmu, pevnd konstantu. Ukazte, ze

N Casto je k = 1, ¢ize ide o normalnu ndhodnt premenni.

12Samozrejme rozdelenie ndhodného vektora T'(Y7, . . ., Y, ) zavisf od parametra 6, ktory obvykle nepozndme.

13Tiez by sme chceli, aby sa realizécie odhadu T(Y7, ..., Y,,) blizili ku @, ak budeme zvii¢sovat m, éize pocet
dat. Toto sme sa vsak do tejto skript rozhodli zatial nezaradit, pretoze si to vyzaduje dalsiu formalizaciu,
ktora by u presahovala ¢asové moznosti predmetu a zrejme aj Studentov.

4Ktory je urceny odhadcom 7T : R™ — R¥.

5Takto definujeme T(y1,...,Ym) pre tie yi,...,Ym, pre ktoré ma prislusny optimalizaény problém jedno-
znacné riesenie. Z dévodu zachovania prehladnosti sa vyhneme diskusii o situaciach, ked tento problém nema
riesenie alebo mé viac ako jedno riesenie.

16Cize v zmysle predchadzajiiceho znacenia k = 1.



Harman R, Filova L: Zaklady statistiky, FMFI UK

odhadcom pre parameter 6, ¢ize pre ,,pravdepodobnost tispechu* binomického rozdelenia, zis-

kanym metédou maximdlnej vierohodnoti, je T'(yy, .. ., Ym) = % > yi. Ukazte, ze prislusny
odhad T'(Yy,...,Y,) = % ", Y; je nevychyleny odhad parametra 6.

Definicia 1.19. Nech {Fy : 0 € O} je k-rozmerny Statisticky model na m-rozmernom vybe-
rovom priestore. Predpokladajme, ze nahodny vektor Y s distribu¢nou funkciou Fy je spojity
a jeho hustota je fy. Odhadcom parametra 6 ziskanym metédou maximalnej vierohod-

nosti v tomto pripade rozumieme funkciu 7 : R™ — R¥ definovani'”

T(y1,- - Ym) = argmaxgee fo(Y1, - - -, Ym)-

Priklad 1.20. Uvazujme Statisticky model na m-rozmernom vyberovom priestore { Fy : § € O},

kde © = R'® a Fj je distribu¢né funkcia zodpovedajica m nezavislym ndhodnym premen-

nym s rozdelenim N(6,0?). Hodnotu ¢? povazujeme za znamu, pevni konstantu. UkéZte,

ze odhadca pre parameter 6, ¢ize pre strednii hodnotu normalneho nahodného vyberu, zis-
1 m

kany metédou maximdlnej vierohodnosti, je T'(y1,...,%m) = - >i; ¥ Prislusny odhad je
vyberovy priemer; tento odhad uz vieme, zZe je nevychyleny.

Veta 1.21. Uvazujme statisticky model {Fy : § € ©} na m-rozmernom vyberovom priestore,
m > 2, ktory zodpovedd jednoduchému ndhodnému vyberu z rozdelenia N(u,0?) s nezna-
mymi obomi parametrami p a 0. Formélne ©® = R x (0,00) a pre § = (u,0?)" € O je
Folyr, - ym) = 1% Flo2(yi), kde F, .2 je distribuénad funkcia rozdelenia N(p,0?). Po-
tom odhadcom parametra 6 ziskanym metédou maximélnej vierohodnosti je T(y1,. .., Ym) =

(¥, %482)T, ¢ize zodpovedajucim odhadom parametra je

_ T
TO@.”J%):<Y,m15ﬁ .
m

Dokaz. Vetu nebudeme tento skolsky rok dokazovat; méate toho dost aj tak. O]

Poznamka 1.22. Odhadca o2 pre klasicky pripad ndhodného vyberu Y7, ...,Y,, z rozdelenia
N(u,0?), ziskany metédou maximélnej vierohodnosti, je teda

m—-1, 1

S :7zy27

m miz

¢o sa niekedy nazyva ,,vychyleny®“ vyberovy rozptyl dat. Dévod je ten, ze prislusny odhad

m—1 1

T osr= Yy,

m m =

je vychyleny v zmysle E (% > Yi> # o2. Nevychylenym odhadom o2 je priamo S2, ¢o je
,mierne korigovany“ odhad metédou maximéalnej vierohodnosti. Metéda maximalnej viero-
hodnosti ndm obcas poskytuje vychylené odhady, ale za velmi vSeobecnych predpokladov na
statisticky model je vychylenie tohto odhadu (ak nie presne nulové, tak) klesajice k nule s
rasticim m. Takejto vlastnosti hovorime ,asymptotickd nevychylenost®.

17Ty plati rovnakd pozndmka ako pri definicii pre diskrétny model.
18Cize v zmysle predchadzajiiceho znacenia k = 1, podobne ako v predchddzajicom priklade.
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1.4 Testovanie statistickych hypotéz

Majme pravdepodobnostny model {Fy : § € ©} na m-rozmernom vyberovom priestore. Cie-
Tom je ,testovat® nulovii hypotézu H,, Ze skutoény parameter patri do zvolenej mnoZiny'”
Oy C © ,voci“ alternativnej hypotéze H,, Zze skutoény parameter nepatri do O, cize
rozhodntt, ¢ mame nulovi hypotézu zamietnut alebo nezamietnut.?’ Symbolicky testujeme:

H0:9€@0V061H1:9§§@0.

Testovanie budeme realizovat pomocou funkcie 7 : R™ — {0,1} nazyvanej Statisticky
test, ktorej vstupom budi déta yy, . . ., Y, a vysledkom bude 0 (tento vystup budeme nazyvat
»~Ho nezamietame*) alebo 1 (tento vystup budeme nazyvat ,H, zamietame®). Pritom
vyzadujeme nasledovnii vlastnost pre nejaké vopred zadané o € (0,1):*' Ak ndhodny vektor
Y = (Y1,...,Y,,)T mé distribticni funkciu Fy pre nejaké 6 € O, tak

Plr(Yi,....Y,) =1] = a. (1.1)

Menej forméalne vyjadrené: Nech by bol skutoény parameter kdekolvek v ©, tak — z pohladu
pred ziskanim dat — pravdepodobnost budiceho chybného rozhodnutia , H, zamietame* je
rovné o. Pravdepodobnost o nazjvame chyba 1. druhu daného testu. Statisticky test 7 s
chybou 1. druhu rovnou «a nazyvame test hypotézy Hy, na hladine vyznamnosti a pre
model {Fp: 0 € ©}.

V matematickej statistike vykonavame test 7 na zvolenej hladine vyznamnosti o jednym
z dvoch nasledovnych (ekvivalentnych) sposobov:

1) [Testovanie zalozené na kritickej oblasti“.] Mame funkciu g : R™ — R a mnozinu W, C
R,?? ktoré definuji 7 nasledovne:

1 pre g(ylv'-'7ym)€Waa
T(yla"'aym) = {

0 pre gy, Ym) & W
Aby bolo splnené (1.1), funkcia g a mnozina W, si zvolené tak, ze
Plg(Y1,...,Yn) € W, = q,

pre akékolvek 0 € Oy a Y = (Y1,...,Y,,)T ~ Fy. V takomto pripade nazjvame mnoZinu W,
kritickou oblastou pre testovaciu Statistiku® g(Yy,...,Y,,) a test Hy : 0 € ©g voci H :
0 ¢ ©¢ na hladine vyznamnosti o. Neformélne: H,y zamietneme, ak realizacia testovacej sta-
tistiky padne do kritickej oblasti.

Y Casto je ©p jednoprvkovd mnozina. V tom pripade sa nulovéd hypotéza nazyva ,jednoduchd.

29Tde teda o urcity binarny rozhodovaci problém.

2'Hodnota o sa najéastejsie voli 0.05.

22 Ako funkcia g, tak aj mnozina W, vychidzaji z teoretickych tvrdeni matematickej statistiky a zévisia od
konkrétneho modelu a konkrétnej testovanej hypotézy. Casto je funkciou g ,,odhadca“ v zmysle predchadza-
jucej casti skript.

23Casto je testovacou Statistikou nejaky odhad, v zmysle predchadzajiicej ¢asti skript.
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2) [Testovanie zaloZené na ,p-hodnote®.] Mame funkcie g : R™ — R a p : R — R,*! ktoré
definuju 7 takto:

T(yl Y ) = 1 pre p(g(yla s 7ym)) <,
) s Ym O pre p(g(yl, Ce 7ym)) 2 Q.

Aby bolo splnené (1.1), funkcie g a p si zvolené tak, ze
Plp(g(Y1,...,Yn)) < o] = a,

pre akékolvek 0 € ©g a Y = (Y1,...,Y,,)T ~ F,. V takomto pripade®® nazveme funkciu p
p-hodnotou pre testovaciu Statistiku g(Y7,...,Y,,) a test Hy : 6 € Oy voéi Hy : 0 ¢ O
na hladine vyznamnosti a. Neformélne: Hy zamietneme, ak realizacia p-hodnoty testu bude
mensia nez stanovena hladina vyznamnosti a.

Pre danu hypotézu H, je obvykle mozné skonstruovat velké mnozstvo neekvivalentnych
testov na hladine vyznamnosti a. Takéto testy sa pritom moézu podstatne lisit, a to napriklad
tym, akd maju takzvana ,,chybu 2. druhu*, t.j. s akou pravdepodobnostou vratia vysledok “H,
nezamietame”, ak Hy neplati. Chybami druhého druhu sa v tomto stru¢nom tivode nebudeme
zaoberaf. Tiez si treba uvedomit, Ze rozne testy moézu poskytovat rozne rozhodnutia ohladom
zamietnutia alebo nezamietnutia hypotézy H,.?° Korektnym sposobom Statistického testova-
nia je pouzit vopred stanoveny Statisticky test na otestovanie vopred stanovenej Statistickej
hypotézy.%”

Konstrukcia statistickych testov tizko suvisi s kvantilmi nahodnych premennych. Zopa-
kujme si ¢o je to kvantil. Nech X je ndhodna premennda s distribu¢nou funkciou F. Nech
G je kvantilova funkcia distribuénej funkcie F' a nech p € (0,1). Potom ¢islo G(p) nazveme
p-kvantilom (alebo 100p-percentnym kvantilom) ndhodnej premennej X. Pre ndhodni
premennt X s rozdelenim x? a t) oznacujeme p-kvantil symbolom x2(p), resp. tx(p).

Ekvivalentn4, ale nidzornejia definicia kvantilu x(p) je nasledovna: Nech ndhodna pre-
mennd Z mé rozdelenie x2. Potom x%(p) je to (jednoznacne uréené) redlne ¢islo, pre ktoré
plati P[Z < x%(p)] = p. Podobne, ak ndhodna premenna 7' ma rozdelenie t, tak ¢4(p) je
to (jednoznacne urcené) reélne Cislo, pre ktoré plati P[T < t1,(p)] = p. Hodnoty x3(p) alebo
tr(p) ziskame pomocou vhodného statistického (numerického) softvéru.

Pre model Yj,...,Y,, ndhodného vyberu z normalneho rozdelenia N(u,c?) moZzeme tes-
tovat hypotézy o strednej hodnote yu aj rozptyle o2 pomocou nasledovnych viet.

Veta 1.23 (t-test a x-test pre ndhodny vyber z N(0, 1) zalozeny na kritickej oblasti). Nech
Y1, ..., Y, je ndhodny vyber z rozdelenia N(u,0?), kde m > 2, u € R, 02 > 0, Y je vyberovy
priemer a S? je viberovy rozptyl ndhodného vyberu Y, ...,Y,,. Nech a € (0,1).

24Podobne ako pri testovani zalozenom na kritickej oblasti, funkcie ¢ a p vychadzaju z teoretickych tvrdeni
matematickej Statistiky a zdvisia od konkrétneho modelu a konkrétnej testovanej hypotézy.

25Vgimnime si, ze — ak by predpis pre funkcie g a p mal spliiat uvedent podmienku pre kazdé o € (0,1) -
ndhodnd premennd p(g(Y1,...,Y:,)) musi mat rovnomerné rozdelenie na intervale (0, 1).

26 A to na zéklade tych istych dat!

2T Ak sa chcete dozvediet o nespravnom (v pripade zdmerného konania neetickom) pristupe k testovaniu
statistickych hypotéz viac, pozrite napriklad https://en.wikipedia.org/wiki/Data_dredging a https:
//en.wikipedia.org/wiki/HARKing.
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Nech pp € R. Pre test hypotézy Hy : = pp voci Hy : u # po na hladine vyznamnosti «,
je mnozina
Wa = (=00, ~tm-1(1 = /2)) U (tm-1(1 — a/2),0)

kritickou oblastou 8tatistiky 7' = /m(Y — po)/S. Nech o2 > 0. Pre test hypotézy Hy : 02 =
og voli Hy : 0® > 0§ na hladine vyznamnosti «, je mnozina

Wo = (in—l(l - a), OO)
kritickou oblastou Statistiky Z = (m — 1)S%/0?.
Dokaz. Veta je dosledkom vety 1.9, definicie Statistického testu a kvantilov. O

Veta 1.24 (t-test a x2-test pre ndhodny vyber z N(0,1) zaloZeny na p-hodnotach). Nech
Yi,...,Y,, je ndhodny vyber z rozdelenia N(u,0?), kde m > 2, p € R, 0> > 0, Y je viberovy
priemer a S? je vyberovy rozptyl ndhodného vyberu Yi,...,Y,,. Nech a € (0,1).

Nech pg € R. Uvazujme test hypotézy Hy : pt = o voc¢i Hy : @ # pip na hladine vyznam-
nosti a. Potom funkcia

p(t) =2(1 - Pr(lt])), t € R,

kde Fr je distribu¢na funkcia ndhodnej premennej T' ~ t,,_1, je p-hodnotou pre Statistiku
T = /m(Y — j1y)/S. Nech 02 > 0. Uvazujme test hypotézy Hy : 0% = o2 vo&i H, : 0% > o2
na hladine vyznamnosti o. Potom funkcia

p(z) =1—Fz(z), z € (0,00),

kde Fr je distribu¢nd funkcia ndhodnej premennej Z ~ x2 _,, je p-hodnotou pre Statistiku
Z =(m—1)5%/c}.

Doékaz. Veta je dosledkom vety 1.9, definicie Statistického testu a kvantilov. O]

Predchédzajice vety je mozné zhrnit do nasledovnych postupov.?® Predpokladajme, Ze
nase data yi, . .., ym si realizaciou ndhodného vyberu z rozdelenia N (u, 0?).

Test hypotézy Hy : pt = o voc¢i Hy @ p # pp na hladine vyznamnosti a: Vypocitame vybe-
rovy priemer dét ¢, vyberovy rozptyl dat s? a nasledne realizéciu Statistiky ¢ = v/m(y— po)/s.
Urcime kvantil ¢, 1(1—a/2). Ak [t| > t,,_1(1—a/2)* vysledok testu je ,,Hy zamietame*, inak
je vysledok testu ,,Hy nezamietame®. Alternativne: Aplikujeme na t funkciu 2(1 — Fr(|t])),
kde T' ~ t,,_1, ¢im dostaneme realizaciu p pre p-hodnotu testu. Ak p < a, vysledok testu je
»,Hy zamietame*, inak je vysledok testu , Hy nezamietame*.

Test hypotézy Hy : 02 = 02 vo¢i Hy : 0> > o2 na hladine vyznamnosti a: Vypocitame

vyberovy rozptyl dat s? a nasledne realizaciu Statistiky z = (m — 1)s?/o2. Urcéime kvantil
X2 1(1—a). Ak 2z > x2,_;(1—a)® vysledok testu je ,,Hy zamietame®, inak je vysledok testu
»Hy nezamietame®. Alternativne: Aplikujeme na z funkciu 1 — Fz(z), kde Z ~ x?2,_;, ¢im
dostaneme realizaciu p pre p-hodnotu testu. Ak p < «, vysledok testu je ,Hy zamietame*,
inak je vysledok testu , Hy nezamietame*.

28Formélne vzaté, tieto postupy nam udavaji algoritmus vipoctu testov T pre ,vstupné* déta yi, ..., Ym.
Tento algoritmus je samozrejme velmi jednoduché realizovat. Pochopit filozofiu a matematiku, ktora za tymto
algoritmom stoji, a teda interpretaciu toho ¢o robime ked ,testujeme statistické hypotézy“, uz ale nie je iplne
trividlne.

29Vsimnite si, ze tdto podmienka je ekvovalentns tomu, Ze ¢ nadobudlo hodnotu v kritickej oblasti W,

30V&imnite si, Ze tdto podmienka je ekvovalentnd tomu, Ze z nadobudlo hodnotu v kritickej oblasti W,.
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Priklad 1.25. Mame vahu a predmet nezndmej hmotnosti p. Na zaklade dlhodobych sku-
senosti si dovolime tvrdit, Ze opakované merania hmotnosti daného predmetu touto vahou
majt priblizne rozdelenie N(u,0?), aviak o? je tiez nezndme. Vykonali sme nezdvislé opa-
kované vazenia dané¢ho objektu, ktoré nam vysli 80.92, 81.22, 79.83, 79.15, 81.48, 79.93,
81.76, 79.81, 80.48, 81.24, 79.25, 79.78, 81.12, 80.35, 80.10. a) Urobme test hypotézy H, :
p = 80 vodi Hy : p # 80 na hladine vyznamnosti a = 0.05. b) Urobme test hypotézy
Hy:0?=0.25 voéi H; : 0% > 0.25.

Riesenie: a) Mame m = 16, i ~ 80.432, s> = 0.629, t ~ /16(80.432—80)/1/0.629 = 2.179.
Softvér nam poskytol kvantil ¢15(0.975) ~ 2.131. Mame |t| > ¢,5(0.975), takze H, zamietame.
Alternativne, realizacia p-hodnoty ziskana z distribuc¢nej funkcie implementovanej v softvéri
je p=2(1 — Fr(|t|)) ~ 0.046. Vidime, ze p < «, takze Hy zamietame.

b) KedZe s* = 0.629, mame z =~ 15 - 0.629/0.25 = 37.74. Softvér vypocital kvantil
X35(0.95) ~ 25. Hypotézu H, zamietame, pretoZze z > x?:(0.95). Alternativne, realizdciu
p-hodnoty ziskame pomocou softvéru je 1 — F(z) ~ 0.001. Takze H, zamietame, pretoze
p <.

Priklad 1.26. Skonstruovali sme test inteligencie. Na zaklade dlhodobych sktisenosti si dovo-
lime predpokladat, ze vysledok tohto testu pre ¢loveka nahodne zvoleného z dospelej populacie
m4 pribliZzne normélne rozdelenie, aviak s nezndmymi parametrami p a o2. Vysledky tohto
testu pre ndhodny vyber z dospelej populacie sme ziskali takéto: 109, 110, 92, 90, 110, 102,
107, 123, 129. a) Urobme test hypotézy Hy : p = 100 voc¢i Hy : p # 100 na hladine vy-
znamnosti a = 0.05. b) Urobme test hypotézy Hy : o = 152 vocéi Hy : 0 > 15 na hladine
vyznamnosti a = 0.05.

Riesenie: a) Mame 3 = 108, s> = 161.5, t = /9(108 — 100)/v/161.5 ~ 1.889. Softvér
nam poskytol kvantil ¢5(0.975) ~ 2.306. Mame |t| < t5(0.975), takze H, nezamietame. Al-
ternativne, realizacia p-hodnoty ziskana z distribucnej funkcie implementovanej v softvéri je
p=2(1 — Fr(|t])) = 0.096. Vidime, ze p > «, takze H, nezamietame.

b) Uz sme vypocitali s> = 161.5, preto z = 8-161.5/15% ~ 5.742. Softvér vypocital kvantil
x2(0.95) &~ 15.507. Hypotézu Hy nezamietame, pretoze z < x2(0.95). Alternativne, realizicia
p-hodnoty, ktori ziskame pomocou softvéru implementujticeho funkciu Fy, je 1 — Fz(2) ~
0.676. Vidime, ze p > «, takze Hy nezamietame.
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