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1 Uvod

Uvazujme problém analyzy systému, ktory pozostiva z mnohych ndhodnych prvkov.
Predstavme si napriklad situaciu na dopravnom uzle, v ktorej sa navzajom kompliko-
vanych sposobom kombinuji okamihy prichodu vozidiel. Je velmi nepravdepodobné, ze
by sme takyto systém vedeli popisat analyticky riesitelnymi matematickymi rovnicami,
bez toho, aby nas model stratil podstatné prvky. Je v8ak obvykle relativne jednoduché
simulovat dynamiku celého systému na pocitaci a sledovanim tejto simulacie pochopit
ako sa systém sprava.' Pre taktto simulaciu je kIti¢ovym 1) vedief pocitacom generovat
vhodny typ nahodnosti a 2) Statisticky spracovat data, ktoré nam simulécia poskytne.
Metody rieSenia tychto dvoch tloh st napliiou predmetu Stochastické simula¢né metody.

!Pripadne sa mézeme obmenami parametrov simulovaného systému snaZit dosiahnut pozadované
spravanie; takymito optimaliza¢nymi problémami sa v8ak na tomto predmete nebudem zaoberat.
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Okrem simulacie komplexnych systémov sa generovanie nahodnosti a Statistického
spracovania simula¢nych dat pouziva napriklad v oblastiach:

e Simulovanie spravania pouZivatelov socialnej siete alebo klientov firmy:;

Algoritmy stochastického nahodného vyberu z velkej mnoZiny déat;

Monte-Carlo met6dy vypoctu integralov a rieSenia rovnic;

Testovanie spravnosti a citlivosti matematickych a statistickych metod;

Generovanie ndhodnych prvkov v optimaliza¢nych a inych algoritmoch;

Kryptografické aplikacie, pocitacova grafika, hry, ...

V tomto uc¢ebnom texte pouzivame jazyk R kvoli svojej jednoduchosti, vSeobecnej
dostupnosti a rozsirenosti, ako jazyk na presny a testovatelny popis algoritmov. Na
naroc¢nejsie redlne simulécie je vS§ak vhodné pouzit $pecializovand kniznicu pre R, alebo
uplne iny sofvér, napriklad Python, Matlab, alebo C++.

2 Generovanie realizacii z rovnomerného rozdelenia
na intervale

2.1 Zakladné principy a veta o inverznej transformacii

Zakladom pre simulovanie nahodnosti na pocitaci si metdédy generovania nahodnych
¢isel, pricom pod pojmom “ndhodné ¢isla” rozumieme realizacie nezavislych nahodnych
premenych s rovnomerngm rozdelenim na intervale [0, 1]. Dovodov tstredného postave-
nia rovnomerného rozdelenia v simula¢nych metodach je viacero. Po prvé, rovnomerni
ndhodnost vieme pomerne jednoducho vyprodukovat algoritmicky. Po druhé, mame k
dispozicii mnozstvo silnych testov kvality generatorov realizécii z rovnomerného rozdele-
nia. A po tretie, je vypracovanych vela postupov, ako transformovat prave rovnomerné
nahodné ¢isla na realizdcie nahodnych premennych s akymkolvek zadanym rozdelenim.
Nasledovné veta ukazuje, Ze v principe staci pouzit transforméciu ndhodnych ¢isel kvan-
tilovou funkciou cielového rozdelenia.?

Veta 2.1 (Veta o inverznej transformécii). Nech F': R — [0,1] je distribucnd funkcia
a nech G je jej kvantilovd funkcia, t.j. G(u) = sup{z € R: F(x) < u} pre viethy u €
(0,1). Nech ndhodnd premennd U md rozdelenie R(0,1). Potom ndhodnd premennd
G(U) ma distribucnd funkciu F.

Doékaz. Tuto vetu je mozné dokazat velmi jednoducho pre pripad, 7e F' je spojita fun-
kcia, rastiica na celom R; pozri priklad. Dokazme vsak tito vetu v aplnej vSeobecnosti,
t.j. tak, aby sme zahrnuli aj distribu¢né funkcie diskrétnych nahodnych premennych.

2 Avak nielen rovnomerné, ale aj I'ubovolné iné spojité rozdelenie je mozné transformovat na aké-
kolvek cielové rozdelenie. Premyslite si preco. (Pomocka: Ak je X néhodna premennd so spojitym
rozdelenim a rasticou distribu¢nou funkciou F', tak F(X) ~ R(0,1).)
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Najprv ukdzeme, Ze pre kazdé z € R a pre kazdé u € (0,1) plati G(u) < z & u <
F(z), alebo ekvivalentne, 7ze pre kazdé z € R a pre kazdé u € (0,1) plati G(u) > z &
F(z) <u.

Ozna¢me M, = {z € R: F(z) <u}. Ak F(z) < u, potom z € M, a teda G(u) =
sup M, > z. Tym sme ukézali implikdciu ”=". Opac¢néd implikicia plynie nasledovne:
Nech G(u) = sup M,, > z. Z definicie supréma dostavame, ze pre kazdé n € N existuje
Zn € My, t.j. 2, splhajice F(z,) < u, pre ktoré z — 1/n < z,. Z neklesajtcosti F' mame
F(z—1/n) < F(z,) < u a zo spojitosti zlava dostavame F(z) < u. Tym sme ukézali aj
opac¢nu implikaciu.

Teraz uz mdzeme vyjadrit distribu¢ni funkciu ndhodnej premennej G(U), kde U ~
R(0,1) v bode z € R: Fgw)(2) = P[G(U) < z] = P[U < F(2)] = F(2). O

Poznamenajme, 7e predchadzajicu vetu vieme efektivne aplikovat len vtedy, ak
méame k dispozicii rychly algoritmus na vypocet funkénych hodnét kvantilovej funkcie,
¢o je skor vynimka ako pravidlo. K metédam zalozenym na vete o inverznej transformécii
sa eSte vratime v Castiach 3.1 a 4.1. Navyse, takzvand metdéda podmienenych rozdeleni
zarucuje, ze ak vieme generovat z akychkolvek jednorozmernych rozdeleni pravdepo-
dobnosti, tak v principe vieme generovat realizacie ndhodnych vektorov s akymkolvek
znamym rozdelenim.

Cielom tejto Casti je stru¢ne popisat generovanie nahodnych ¢isel a metody Statis-
tického overovania ich kvality. Nebudeme sa v8ak podrobne zaoberat najefektivnejsimi
(no sucasne velmi komplikovanymi) met6dami na generovanie ndhodnych ¢isel, ktoré si
implementované v Standardnych programovacich jazykoch a nastrojoch na simulacie a
analyzu dat. Dolezité pre nas budua zakladné principy.

2.2 Fyzikalne a algoritmické generatory ndhodnych ¢&isel

Prvou zaujimavou moznostou je pouzit na generovanie ndhodnosti fyzikalne principy, na-
priklad zariadenia vyuzivajice atomovy rozpad, atmosfericky Sum a podobne. Vyhodou
fyzikalnych generatorov je to, Ze generuju "pravi” ndhodnost, aspont pokial akceptujeme
principidlnu nepredvidatelnost kvantovofyzikalnych javov®. Avsak praktické nevyhody
takychto zariadeni obvykle (alebo mozno zatial) prevazuju nad ich vyhodami a v si-
Casnosti sl na generovanie realizicii nahodnych ¢isel pouzivané vacSinou algoritmické
generatory zalozené na deterministickych rekurenciach.

Algoritmické generatory nam sice neposkytuji pravii ndhodnost’ a ich vystupom,
striktne vzaté, nemozu byt realizdcie nezavislych ndhodnych premennych s rovnomer-
nym rozdelenim. AvSak deterministicka povahu realizacii kvalitnych algoritmickych ge-
neratorov a ich pripadné odchylky od rovnomernosti nie je mozné odhalit ani pomo-
cou velmi prisnych Statistickych testov. Takéto generatory potom tplne postac¢uji na
simulacie spojené s rieSenim praktickych problémov. NavySe, vyhodou algoritmickych

3Nebudeme sa hlbgie zaoberaf otidzkou existencie pravej ndhodnosti.
4Preto sa tieto ndhodné &isla zvykni niekedy nazyvat terminom pseudondhodné &isla. Tato termi-
nolégiu vsak nebudeme pouzivat.
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generatorov voci fyzikadlnym generatorom je vysoka rychlost produkovania realizacii na
pocitaci pri nizkych nékladoch, existencia teoretickych zdévodneni ich kvality, stabilita
v ¢ase a moznost reprodukovat tie isté postupnosti®.

Velku triedu algoritmickych generatorov ndhodnych ¢isel tvoria takzvané rekurentné
generatory, s ktorymi sa struc¢ne zoznamime.

Definicia 2.1. Nech d,m € N, M,, = {0,...,m — 1}. Vseobecnym rekurentngm ge-
nerdtorom rdadu d nazveme zobrazenie f : MY — M,,. Realizdciou generdtora f pre
pociatocny stav (x1, ..., xq) € MY, nazveme postupnost (x;)2,, kde z; = f(Ti_1, ..., Ti_q)
pre vsetky v > d.

Ak (2;), je realizaciou (vhodného) rekurentného gemeratora f : M<¢ — M,,, po-
tom hodnoty (x;/m)$°, povazujeme za postupnost nahodnych ¢isel. Je zrejmé, ze takato
postupnost je podmienene deterministicka®; nadhodnym prvkom v realnych simuléciach
v8ak byva voIba pociatoéného stavu (takzvany seed), ktory mozeme zalozit napriklad
na systémovom ¢ase’, ale mohli by sme na to pouzit povedzme aj ndhodnost vygenero-
vant interakciou I'udského uzivatela s poc¢itacom, alebo iné fyzikalne zdroje ndhodnosti.
Samozrejme, vlastnosti rekurentného generatora zavisia komplikovanym sposobom na
¢islach d, m, na funkcii f a tiez na pociato¢nom stave. Ukazuje sa, ze kvalitné genera-
tory mozu mat pomerne maly rad d, hoci pochopitel ne musia mat velkti mnozinu stavov,
ktora je urcend ¢islom m. Najkritickejsia je vol'ba funkcie f; prevazna vic¢sina funkcii f
zvolenych bez velmi dokladnej analyzy (aj ak je predpis funkcie f velmi komplikovany)
vedie ku generatorom s neuspokojivymi vlastnostami.

Uvedomime si, Ze mnozina stavov akéhokolvek generatora z definicie 2.1 je len ko-
necnd (méa md prvkov), takze nech by sme zacali s akymkolvek poiatoénym stavom,
po dostato¢ne vela iteracidach musime dojst do niektorého stavu v ktorom sme uz boli,
¢im sa generovana postupnost “zacykli”.

Definicia 2.2. Nech (x;)2, je realizicia rekurentného generdtora f z definicie 2.1
pre pociatocny stav (ry1,...,xq) € M. Nech n je najmensie ¢islo s vlastnostou x, =
Thy Tpal = Thals-- > Tnid-1 = Tkrd—1 pre nejaké 0 < k < n. Potom cislo n — k nazy-
vame periddou generdtora f pre pociatocny stav (xq,...,zq) € an.

Nutnou, ale nie postacujicou podmienkou kvality rekurentného generatora je dosta-
tocne dlha peridda pre vSetky pripustné pociatocné stavy.

5To ocenime napriklad pri odladovani simulaénych programov. Samozrejme, aj ak pracujeme s
fyzikdlnym generdtorom, tak mozeme reprodukovaf tie isté postupnosti, ale musime si ich priebezne
ukladat do paméte. Pri determinisitickych generdtoroch s sta¢i pamétat seed; vid dalej.

6Tym myslim to, Ze ak je zndmy poc¢iato¢ény stav, tak vietky prvky tejto postupnosti si nendhodné.

"Alebo moézeme nechat si ho vygenerovat zo systémového ¢asu na to uréenym prikazom. Ak len
priamo generujeme bez vol'by seed-u, procedira si obvykle vygeneruje seed automaticky.
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2.3 Linearne kongruenc¢né generatory prvého radu

Spomedzi rekurentnych generatorov st najznamejsie® linearne kongruencéné generatory
prvého radu.

Definicia 2.3. Nech a,c,m € N. Linedrnym kongruencngm generdtorom prvého rddu
LCG(a,c,m) nazgvame zobrazenie f : M,, — M, definované f(x) = ax + ¢ mod m.
Cisla a, c, m nazyjvame postupne multiplikdtor, inkrement a modulus. Ak ¢ = 0, tak tento
generdtor nazyvame multiplikativny, inak ho nazyvame zmiesany.

Priklad 2.1. Generdtor LCG(6,0,8) je zobrazenie, ktoré mozZeme zndzornit nasledovne:
3—-42—-+4-0—-0—-..,742—-4—-0—-0—-.,1-6—24—-0—-0— ..

5 =>6 -4 =0 — 0 — ... Tento generdtor teda degeneruje do nuly pre vsetky
pociatoéné stavy. Generdtor LCG(7,0,11) méZeme zapisal takto: ... -9 — 8 — 1 —
7—-5—-+2—-3—-10—-4—-6—-9—-8—..,..—=0—=0—.. Tento generdtor md

periodu 10 pre akykolvek nenulovy pociatoény stav. Vijsledni postupnost méozZeme sice len
tazko pouzit ako zdklad seridzneho generdtora ndhodnijch cisel, ale ocividne sa jednd o
zlepsenie voci generdtoru LCG(6,0,8).

Véimnime si, ze dlzka periody generatora LCG(a,c,m) je maximéilne m a dlzka
periody multiplikativneho generatora LCG(a,0,m) je maximalne m — 1 pre akykolvek
pociatocny stav. Na potreby stcasnych simulécii sa uvadza minimélna akceptovatelnéa
dlzka periody 10°, v niektorych aplikdciach viak nepostacuje ani 10°, pretoze stcasné
pocitace st uz schopné generovat z algoritmickych generdtorov mnoho miliénov realizacii
kazdt sekundu.

Existuje mnozstvo matematickych tvrdeni, ktoré uré¢uja dizku periody pre rozne ge-
neratory LCG(a,c,m) a pociatoéné stavy x;. Uvedieme len niektoré z nich; ich dokazy
vyuzivaji komplikované techniky teorie ¢isel a stoja mimo ramec tejto zakladnej uceb-
nice.

Veta 2.2. Nech m > 3 je prvocislo. Potom generdtor LCG(a,0,m) md periédu m—1 pre
kazdy pociatocny stav x1 # 0 vtedy a len vtedy, ked je m takzvang prvociselng modulus
pre a, ¢ize ked plati a™ ' =1 mod m a a* ' 41 mod m pre véethky 1 <k <m — 1.

Vo vSeobecnosti vSak nie je jednoduché najst dvojice ¢isel a a m z predchidzajicej
vety. Casto sa pouzival napriklad m = 23! — 1, ¢o je prvoéiselny modulus® pre a = 16807
(zodpovedajtci LCG sa niekedy nazyva "minimal standard”), a = 39373, a = 742938285
a iné multiplikatory.

Okrem prvociselnych modulov sa z dovodov vypoctovej jednoduchosti pouzivali aj
moduly tvaru m = 2%, pre ktoré plati napriklad veta:

Veta 2.3. Nech B > 3 je prirodzené ¢islo. Generdtor LCG(a,0,2°) md periddu 2°~2
pre pociatoényj stav xq vtedy a len vtedy, ked plati a = +3 mod 8 a x1 je nepdrne ¢islo.

8Aj ked v sucasnosti uz nie najpouzivanejsie; aspoii nie v “Cistej forme” a ur¢ite nie na vaZne
aplikacie. Ak vSak potrebujeme velmi jednoduchy generator a stac¢i nam nizka kvalita, ako napriklad
pri programovani jednoduchy hier, LCG moZe byt akceptovatelna volba.

9231 _ 1 je jedno z takzvanych Mersennovych prvoéisel; vid d'alsia podkapitola.
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Tabulka 1: Konkrétne linedrne kongruenéné generatory. Poznamenavame, ze RANDU
a ANSI-C st vel'mi nekvalitné generatory a uvadzame ich len z historickych dovodov.
Ostatné uvedené generatory mozu byt na nenérocné aplikicie dostato¢ne kvalitné.

Nazov a c m
Goodman, Miller (1969) 16807 0 231 —1
Marsaglia (1972) 69069 0 232
Fishman, Moore (1986) 742938285 0 231 —1
L’Ecuyer (1988) 30373 0 231 _ 1
Fishman (1990) 1099087573 0 032
RANDU 65539 0 231
ANSI-C 1103515245 12345 231

Generdtor LCG(a, c,2%) md periddu m = 2° pre kaZdjj pociatocnyj stav vtedy a len vtedy,
ked plati a =1 mod 4 a ¢ je nepdrne.

Z tejto triedy maju dostatotnu kvalitu (na mierne nenéroc¢nejsie simulacie) napriklad
generatory s m = 232, ¢ = 0 a a = 69069, alebo a = 1099087573.1% Skiisenost ukazuje, Ze
vo vSeobecnosti zmieSané generatory (s nenulovou hodnotou ¢) negeneruju kvalitnejsie
nahodné ¢isla ako multiplikativne generatory (s nulovou hodnotou c).

2.4 Mersenne Twister

V stcasnosti sa uz obvykle pouzivaju ovela komplikovanejsie rekurentné generatory nez
LCG, ktoré produkuja kvalitné ndhodné ¢&isla s astronomicky vysokymi peridédami, ako
napriklad takzvané kombinované kongruencéné generatory, moderné verzie generatora
“Wichmann-Hill”, generatory “multiple-with-carry” a predovsetkym takzvany “Mersenne
twister”.

Generator Mersenne twister bol navrhnuty japonskymi matematikmi Makoto Mat-
sumoto a Takuji Nishimura v roku 1997 a odvtedy dosiahol nesmiernu popularitu. V
stiCasnosti je zrejme najviac pouzivanym generatorom pseudondhodnych ¢&isel, okrem
inych pomocou neho generuji pseudonahodné ¢isla programy R aj Matlab. Nazov ge-
neratoru vyplyva z toho, Ze jeho periédou sit Mersennove prvocisla a ze v rekurentnom
vztahu vyuZiva zakritenie (twist) vysledku.

Definicia 2.4. Mersennovym prvodislom nazgvame také prvocislo p, ktoré spliia p =
2" — 1 pre nejaké n € N,

Rekurentny predpis generatora Mersenne Twister je najjednoduch$ie matematicky
vyjadritelny pre bitové zapisy celych ¢isel. Bitovy zéapis nezdporného celého cisla je
postupnost nul a jednotiek vyjadrujica toto ¢islo v dvojkovej stustave, pricom jeden
prvok postupnosti sa nazyva bit.

19Modulus 232 je vhodny na nizkotroviiovi implementéciu z toho dévodu, Ze vietky &isla z prislu§ného
generatora vieme reprezentovat presne 32 bitmi.
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Definicia 2.5. Vektorom bitov dizky w je riadkovy vektor © = (:Jﬁw_l,xw_g7 . ,:pg)
spliiajici x; € {0,1} pre kazdé i = 0,...,w — 1. Potom celym cislom definovanym
vektorom x je cislo S0 ;20

Na pocitanie s vektormi bitov mozeme pouzivat zakladné bitové operécie po zlozkach
(angl. bitwise operations). Vyhodou takychto operacii je ich velka vypoctova rychlost.

Definicia 2.6. Nech © a y si vektormi bitov diZky w. Potom ich suétom (bitovym
vyluénym alebo, bitwise XOR) rozumieme vektor z = x @y po zlozkdch spliagici z; =
z; + y; (mod 2), bitovym alebo (bitwise OR) je vektor z = x ORy spliiajici z; = 1 ak
x; =1 alebo y; = 1 a z; = 0 inak a bitovym a stcasne (bitwise AND) je sucin po zloZkdch
2 = 2 ANDy spliiajiici z; = x;1;. Bitovym posunom dolava (bitwise shift left) vektora x o
k prvkov je vektor (v < k) = (wa—k—h Top—k2y -+ 5 Ty O{) a bitovym posunom doprava
(bitwise shift right) vektora x o k prvkov je vektor (x > k) = (Of7$w_1,$w_2, o ,xk).

Poznamenajme, ze vynasobenie vektora x maticou A sprava je analogické k beznému
nasobeniu maticou, akurat pocitame modulo 2, t.j. b = A spliia b; = ) . ;4;; (mod 2),
kde A;; st prvky matice A.

Hlavnymi parametrami algoritmu Mersenne twister st prirodzené ¢islo w - dizka
vektorov, prirodzené ¢islo n - stupeti rekurzie, prirodzené &slo m spliiajice 1 < m < n a
celé ¢islo 7 (0 < r < w—1) - separujci bod. Algoritmus generuje vektory bitov dizky w a
z nich “rovnomerne ndhodné” celé ¢isla na intervale [0, 2 —1]. TakZe predelenim kazdého
ziskaného celého ¢isla konstantou 2% dostavame rovnomerne rozdelené (pseudo)nahodné
¢isla na intervale [0, 1].

Pre dané r a vektor bitov = definujme jeho hornti ¢ast u(z) ako hornych w —r bitov,

w(z) = (w1, Tw—2,...,2,). Dolnt Cast [(x) definujeme ako dolnych r bitov vektora z,
l(z) = (xp_1,Tr—2,...,%0). Spojenim dvoch vektorov z, y, s dlzkami d; a dy je vektor
I|y = (x(h—lu ey Loy Ydy—15 -+ - ,?JO)-

Vektory bitov dlzky w vytvara generator Mersenne twister pomocou rekurentného
predpisu
pktn) — p(ktm) g (l(g:(k))|u(a:(k+1)))z47 k=0,1,..., (1)

kde A je maticou zakritenia (twist matriz)

A= Ow—l Iw—l :
Ay—1 (aw—Qa s >a0)

pricom 0,_; je w x 1 stlpcovy vektor nil, I,_; je matica identity a a; € {0,1} pre
i=0,...,w—1. Tato rekurzia na vstupe vyzaduje prvych n vektorov 20, (1) . z=1)
a z nich uz dokaze dopotitat vietky dalsie 21). Spojenie vektorov (I(z®)|u(z*+D))
je vlastne novy vektor dlzky w, ktory vznikol kombinaciou hornej asti k-tej iteracie

a dolnej casti (k + 1)-vej iteracie, (xfﬁl, o 71:7(]4)’ xf,lil), . ,xékﬂ)). Takyto vektor sa
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da zapisaf ako bitové “alebo” vektorov (I(z®),01) a (0I_,, u(z**V))). Viimnime si, Ze

w—r’

vyraz xA sa da zapisat pomocou bitovych operacii. Ozna¢me a := (ay_1,- .., ag), potom

x> 1, 2o=0
€T =
(x>1)®a, z9=1.

Nové iteracie algoritmu pomocou rekurentného vztahu (1) sa teda daju ziskat z pred-
chédzajucich iterdcii pomocou bitovych operacii, ¢o umoznuje velki rychlost algoritmu.

Kvoli zvyseniu rovnomernosti vyslednych vektorov, kazdy vektor zU) je edte sprava
prenasobeny maticou doladenia (tempering matriz) T, ktora podobne ako A splia, 7e
2T sa da vyjadrit iba pomcou bitovych operacii.

Vhodnou volbou parametrov dokdzeme ziskat postupnost zU) s periédou az 2"*~".

Standardna verzia algoritmu mé periodu 262432731 — 919937 _ 1 prigom jej jednotlivé
koeficienty st w = 32, n = 624, m = 397, r = 31. Tato verzia generatora Mersenne
Twister sa nazyva MT19937.

Prenasobenim maticou 7' sa zabezpecuje zlepSenie teoretickej vlastnosti algoritmu,
ktora je popisanéd v nasledujtcej definicii.

Definicia 2.7. Pre dangj vektor bitov x diZky w definujme trunc,(z) ako vektor utvorensy
z prvgch v bitov vektora x pre 1 < v < w,

trunc, (z) = (Typ—1,- .-, Tw—v)-

Potom hovorime, Ze pseudondhodnd postupnost bitovijch vektorov 9 s periddou P je
k-rovnomerne rozlozena vo v-bitovej presnosti ak v P zloZengch vektoroch

(trunc, (), trunc, (zV), ... trunc, (), i=0,1,..., P —1

dlZky kv, sa kazdy z 25" — 1 nenulovych kombindcit bitov opakuje \-krdt pre nejaké A € N
a nulovd kombindcia 0%, sa opakuje (A\—1)-krdt. Poznamenajme, Ze sucty i+j v hornijch
indezoch (9 si pocitané modulo P.

Vlastnost k-rovnomerného rozdelenia s presnostou v méa priamociaru geometrick
interpretaciu. Kazdy vektor () prevedme na celé &islo m; = > y x}”?i a to predelme
2¥ — 1, aby sme dostali ¢isla na [0, 1], definujme teda u; = m;/(2¥ — 1). Potom z k ¢isel
Us, . .., Uirp—1 mOZeme utvorit vektor u® := (u;, ..., ujyp_1)7, ktory sa bude nachadzat
v k-rozmernej jednotkovej kocke [0,1]*. Od kvalitného generitora nahodnych ¢isel sa
ocakava, ze takéto vektory u” budu na kocke [0, 1]* rozloZené ¢o najrovnomernejsie.

Ak interval [0, 1] na kazdej osi rozdelime na 2V ¢asti, tak prvych v bitov vektoru x
urcuje, do ktorej c¢asti prislichajici bod u padne. Prvy bit x; urci, do ktorej polovice
padne u; druhy bit x5 urc¢i do ktorej Stvrtiny v ramci zvolenej polovice padne u; atd. az
po v-ty bit, ktory urcuje polohu u v presnosti 1/2". Takymto rozdelenim kazdej osi na 2"
Casti sme “rozkrajali” kocku na 2*” mengich kociek. Postupnost z(® je k-rovnomerného
rozdelenia s presnostou v ak kazda z mensich 2¥ kociek obsahuje A bodov u”, az na
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kocku zac¢inajicu v pociatku, ktora obsahuje A—1 bodov. Teda ¢im vys§ie v mame, s tym
vacSou presnostou je zarucend istd rovnomernost, a s vys$Sim k ziskavame rovnomernost
vo viac dimenziéch.

Standardny generator Mersenne twister MT19937 je az 623-rovnomerne rozdeleny
s presnostou 32 bitov a ma vysoké hodnoty k-rovnomerného rozdelenia pre presnosti
v=1,2,...,3L

2.5 Testy kvality generatorov nadhodnych cisel

Kvalitu novonavrhnutého generatora ndhodnych ¢isel je potrebné testovat sériou overe-
nych Statistickych testov. Najznamejsie sady testov generatorov ndhodnych ¢isel st “Die-
hard” navrhnuty Georgeom Marsagliom a “TestU01” navrhnuty Pierrom I’Ecuyerom.
Testovanie kvality generatorov nahodnych ¢isel je vel'mi Sirok& problematika, takze sa
opat sustredime len na vSeobecné principy.

Velmi v8eobecnou triedou testov Statistickej kvality generatora ndhodnych &isel st
chikvadrat testy dobrej zhody. VSimnime si, ze testy dobrej zhody vo viacrozmernych
priestoroch moézu byt sicasne citlivé na rovnomernost jednotlivych realizicii a aj na
ich nezavislost, pretoze ndhodné premenné Xj,..., X, maji rozdelenie R(0,1) a st
nezavislé vtedy a len vtedy, ked nahodny vektor X = (Xi,...,X,,)’ ma rovnomerné
rozdelenie na kocke [0, 1]™.

Veta 2.4. Nech By, ..., By je rozklad (0,1]™ na borelovské podmnoZiny s Lebesguovou
mierou, py, ..., pr. Nech Xq, Xq, X3... je postupnost nezdavislyjch nahodnijch vektorov s
rovnomerngm rozdelenim na [0,1]™. Pren € N a ¢ = 1,...,k definujme ndhodni pre-
menni N,(f) ako pocet tych vektorov spomedzi X1, Xo, ..., X, ktoré padni do mnozZiny
B;. Potom postupnost ndhodngch premenngch (Z,)52,, kde

n=1-

k (4) 2
S S

i=1
md asymptoticky rozdelenie x3_,.

Uvedomme si, Ze pri testovani generatorov nahodnych ¢isel mame k dispozicii vel'mi
velké rozsahy vyberov (velmi velké n), takze limitny charakter predchadzajiceho tvr-
denia je len zanedbatelnou nevyhodou. Vhodnou volbou rozkladu mnoziny (0, 1]™ vo
vete 2.4 mozeme ziskat mnozstvo Specifickych testov dobrej zhody.

Priklad 2.2. Najjednoduchsi test rovnomernosti ndhodnijch cisel dostaneme tak, Ze vo
vete 2.4 polozime m = 1 a pre zvolené s € N definujeme B; = ((i — 1)/s,i/s], t.j.
pi=1/s prei =1,....s. Ak x reprezentuje vstupny vektor, tak prislusng chikvadrdt test
vykondme pomocou prikazu'': chisq.test(table(ceiling(s*x)), p=rep(1/s, s))

"Pre mala dizku testovaného vektora v porovnani s ¢islom s sa moze staf, ze niektoré intervaly
B; zostant prazdne a v takom pripade uvedeny prikaz zlyha (okrem toho, Ze aproximaécia chikvadrét
rozdelenim moZze byt velmi nepresna).
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Iné (menej ¢asto pouzivané) viacrozmerné testy dobrej zhody st napriklad pokrovy
trojrozmerny a patrozmerny test, test poc¢tov permutacii roznych typov podpostupnosti
dlzky K a podobne.

Dva casté problémy aplikicie testov dobrej zhody, jeden matematicky a druhy algo-
ritmicky, s urcenie pravdepodobnosti p; a vytvorenie efektivneho algoritmu na vypocet
hodnot N, Napriklad jedna verzia testu “32x32 Binary Rank Test” v sade testov Die-
hard je zalozena na nasledovnom principe: reprezentuj ¢isla z testovaného generatora
pomocou 32 bitového zapisu, z 32 takychto ¢isel vytvor bindrnu maticu typu 32 x 32 a
vyrataj jej hodnost. To opakuj n krat a urci, ko[ko matic malo hodnosti 32, 31, 30 a
< 29. Ide o velmi Specialny chikvadrat test dobrej zhody v m = 32 rozmernom priestore
s po¢tom oblasti k£ = 4, pricom vypocitat hodnoty py,...,ps ani ¢isla N,(ll), e ,N}lk) nie
je vobec jednoduché (¢isla py, ..., ps sa daji najst tabelované).

Casto pouzivany je aj Kolmogorovov-Smirnovov test, ktorého testovacia Statistika sa
zakladd na maximalnej odchylke mezi teoretickou distribu¢nou funkciou F' (v pripade
rovnomerného rozdelenia samozrejme F'(r) = z pre vietky x € (0,1)) a empirickou dis-
tribu¢nou funkciou F,, skonstruovanou z ndhodného vyberu X, ..., X, t.j. na Statistike

D, = max |F(z) — E,(z)|.
z€eR
Néhodné premenné /nD,, konverguji pre n — oo podla distribu¢nej funkcie k znéa-

memu asymptotickému rozdeleniu, pomocou ktorého je mozné testovat hypotézy. (Toto
rozdelenie je vSak komplikované, a preto ho nebudeme uvadzat.)

Priklad 2.3. Ak x reprezentuje vijstup z generdtora ndhodnijch ¢isel, tak Kolmogorovou-
Smirnovov test dobrej zhody s rovnomerngm rozdelenim vykondme v jazyku R pomocou
prikazu: ks .test(x, punif)

DalSou zaujimavou moznostou je pouzit test seridlnej korelacie zalozeny na nasle-
dovnej vete.

Veta 2.5. Nech k € N. Pre kazdé n > k nech je Xy, X, ..., X, ndhodny vijber z
R(0,1). Nech i) je vygberovy korelacny koeficient pre vektory X, = (X1, Xo, ..., Xp_g)
a Xy = (Xpy1, Xiyo, .-, Xn)', 1]

(k) (n—k-1)"" Z;;k(Xi - X)(:Xi+k - X)
! (n =171 300 (X = X)?

Potom ndhodnd premennd \/ﬁm(lk) md asymptoticky rozdelenie N(0,1).

Niekedy pouzivame pojem “testy nezavislosti” pre tie testy, ktoré su citlivé iba na
nezavislost ndhodnych premennych Xi,..., X, ale nie st citlivé na Ziadnu rasticu
transforméaciu hodnot. Prikladom takéhoto testu st vSetky testy zalozené na rozdeleni
permutacii, alebo aj test seridlnej korelacie. Na druhej strane pod pojmom “testy rov-
nomernosti” rozumieme testy citlivé na rovnomernost rozdelenia samotnych nahodnych
premennych, ktoré vsak neodhalia pripadné zavislosti; presnejsie, testy v ktorych ma

10
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testovacia Statistika rozdelenie invariantné na aktikolvek permuticiu vygenerovanych
hodnét. Prikladom je Kolmogorov-Smirnov test, alebo chikvadrat testy pre m = 1.

Néaroc¢né stibory testov kvality generatorov nahodnych ¢isel (Diehard, TestU01) obsa-
huja mnoho dalich testov. Napriklad Diehard obsahuje ‘Birthday spacings test”, “Par-
king lot test”, “Runs test”, “The craps test” a iné. Inou skupinou testov, silnou, ale Spe-
cificky uréenou pre generatory LCG, si takzvané spektralne testy. D4 sa totiz ukazat,
ze LCG generédtory produkuji nadhodné éisla s “mriezkovou struktirou”.

Priklad 2.4. Uvazujme nasledovng elementdrny LCG v jazyku R:
LCG <- function(a, ¢, m, x1, n) {

x <- c(x1l, rep(0, n-1))

for(i in 2:n) x[i] <- (a*x[i-11 + c)%im

return(x) }
Pomocou tohto programu ndjdite periodu niektoryjch jednoduchiyjch LCG pre vsetky vstupné
stavy. Presvedcte sa o “mriezkovej struktire” vijsledkov pre nizke hodnoty m, ak vygene-
rované ndhodné ¢isla X1, Xo, X3, ... zobrazite ako body (X1, Xs), (Xa, X3),... v rovine.
QOwverte kvalitu generdtora "minimal standard” a tieZ generdtora “Mersenne twister”, ktory
pouZiva program R, pomocou zdkladného chikvadrdtl testu dobrej zhody, Kolmogorovho-
Smirnovovho testu a pomocou testu seridlnej koreldcie.

3 Generovanie realizacii diskrétnych nidhodnych pre-
mennych a vektorov

V tejto kapitole sa stistredime na generovanie diskrétnych ndhodnych premennych s dora-
zom na vSeobecné techniky a principy, ktoré nam umoznia generovat akékol'vek diskrétne
rozdelenie podla potreby. Menej sa budeme zaoberat technikami vyuZivajtcimi Specialne
vlastnosti najbeznejsich diskrétnych rozdeleni, ako napriklad binomického, Poissonovho,
¢i negativne binomického rozdelenia, pretoze najefektivnejsie generatory z tychto roz-
deleni su ¢asto technicky velmi komplikované a pritom st obvykle implementované v
zékladych softwarovych balikoch.

Uvazujme diskrétnu nahodnt premennt X, ktor&d nadobtida hodnoty 1, zs, ... s prav-
depodobnostami py, ps, .... Bez hlbsich znalosti pouzivanych technik je v jazyku R mozné
vygenerovat n nezavislych realizacii premennej X nadobudajicej hodnoty vektora x s
pravdepodobnostami definovanymi vektorom p pomocou prikazu:

sample (x=x,size=n,replace=T,prob=p).

Zhodu vygenerovanych realizacii y s pozadovanym rozdelenim potom moézeme vykonat
pomocou chikvadrat testu napriklad takto: chisq.test (x=table(y),p=p) ‘“.

Ak chceme generovat z diskrétneho rozdelenia s nekoneéne (samozrejme spodita-
telne) velkym oborom hodnoét, alebo chceme funkciu sample z dovodov efektivity obist,

12Tento jednoduchy prikaz funguje korektne, len ak je kazd4a mozna hodnota zastipend aspoit raz.

11
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pripadne pouzivame iny jazyk, v ktorom nie je implementované analogickd procediira,
mame niekolko moznosti. Najprv si uvedomime, Ze generovat realizacie nahodnej pre-
mennej X popisanej vyssie je prakticky totozné s generovanim realizacii ndhodnej pre-
mennej X* takej, ze X = xx«, pricom X* nadobuda hodnoty 1,2, ... s pravdepodob-
nostami py, po,.... V dalSom teda mozeme bez straty na vSeobecnosti predpokladat, Ze
xr = k pre vsetky k.

3.1 Metoda inverznej transformacie pre diskrétne rozdelenia

. . .. . . . . k
Prvou moznostou je pouzit vetu o inverznej transformacii. Oznaceme s, = » ;| p; pre
=1, 2,.... Kvantilova funkcia ndhodnej premennej X je

1 akO0O<y<p
G(y)_{k ak sp_1 <y <spprek=23,..

aak U ~ R(0,1), potom G(U) ma pozadované rozdelenie. Ked si podrobnejsie viimneme
funkciu G, zistime, ze metoda inverznej transformacie je ekvivalentna nasledovnému
jednoduchému postupu: interval (0, 1) rozbijeme na intervaly I; = (0,s1), Is = [s1, S2),
I3 = [s2,83),... . Ak realizacia v € (0,1) nadhodnej premennej U ~ R(0,1) padne do
intervalu Iy, tak k moZzeme povazovat za realiziciu ndhodnej premennej X. Pre viacero
beznych typov rozdeleni pravdepodobnosti mozeme hodnoty s, pocitat postupne na
zéklade jednoduchého predpisu pre podiel pyi1/px. Napriklad ak X ~ Bin(n,p), tak
Pht1l = pk%’fﬁ pre k =0,....,n—1, ak X ~ Po(\), tak ppr1 = pk’%ﬂ pre k=0,1,2,...
a tak dalej.

Priamociare sekvencéné hladanie intervalu I, do ktorého padla realizacia rozdelenia
R(0,1), moze byt velmi zdlhavé. Toto prehladavanie moZeme znac¢ne urychlit, ak si
generovanie vhodne "predpripravime”. VSimnime si napriklad, Ze v metode inverznej
transforméacie potrebujeme v strednej hodnote priblizne E(X) = ) . ip; testov. Tato
strednd hodnota vSak ocividne zavisi od poradia hodnoét p; a najmensia je, ak p; >
py > -+ -. Mozné je teda vyuzit permutaciu, ktora hodnoty p; usporiada od najvicsej po
najmensiu.

3.2 Metbdda deliacich bodov

Dal$ou moznostou je pouzit metédu Startovacich, tzv. “deliacich” bodov, ktorej teore-
tickym zakladom je nasledovné veta.

Veta 3.1 (Metoda deliacich bodov). Pre fizné d € N a pre j = 1, ...,d definujme deliace
body I; = min{i € {1,....m} :s; > (j —1)/d}. Nech U ~ R(0,1), D = [d.U] a nech
N =min{k > Ip: sy > U}. Potom P[N =1i] =p; pre kazdé i =1, ...,m.

Formalny dokaz metody deliacich bodov je technicky zdlhavy, avsak jeho myslienka
je jednoduché: Ip urc¢uje index “intervalu”, od ktorého moZeme zacat prehladavat, kam
padla nahodna premenna U (a tento index vieme na zéklade predpripraveného vektora
hodnét Iy, ..., I urdéit vel'mi rychlo).

12
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V8imnime si, Ze metdda inverznej transformécie je Specidlnym pripadom metody
deliacich bodov (pre d = 1). Pocet deliacich bodov obvykle velmi ovplyviiuje rychlost
generovania. Ukazuje sa, 7e nie je vhodny ani prili§ maly, ani prili§ velky pocet delia-
cich bodov. Predchadzajtuce dva postupy; t.j. deliace body a usporiadanie na urychlenie
hladania spravneho intervalu I, méZeme s vyhodou kombinovat.

V jazyku R je mozné zapisat metodu deliacich bodov nasledovne:

function(n,p,d)

# Generuje n realizacii z rozdelenia p[1],...,p[m]

# d je pocet deliacich bodov

m<-length(p); s<-rep(0,m)

s[11<-p[1]1; for(i in 2:m) s[il<-s[i-1]1+pl[i]
I<-rep(0,d); for(j in 1:d) I[jl<-min((1:m)[s>(j-1)/d]1)
res<-rep(0,n); U<-runif(n)

for(i in 1:n){ D<-ceiling(d*U[i]); k<-I[D]
while(s[k]<=U[i]) k<-k+1; res[il<-k }

res }

Priklad 3.1. Ezperimentdlne analyzujme casovi ndrocnost kombinovanej metody pre
binomické rozdelenie Bin(n,p) s roznymi hodnotami d = 1,...,10, n = 10,100, 1000 a
p=0.1,0.5,0.9. a Poissonovo rozdelenie. Je mozné odvodil priblizny vzorec pre stredni
hodnotu poctu testov podmienky?

Principalne odliSnou a v niektorych pripadoch velmi efektivnou metodou na gene-
rovanie diskrétnych nahodnych premennych nadobudajicich koneény pocet hodnot je
takzvana “alias” metdda. Tu vSak na tejto prednaske nebudeme preberat.

Poznamenajme, Ze Specidlne rozdelenia ako binomické, geometrické, Poissonovo, hy-
pergeometrické a podobne moZeme generovat aj mnohymi inymi sposobmi'?, ktoré st
velmi efektivne, ale si¢asne velmi komplikované. Na generovanie z tychto rozdeleni mo-
zeme v jazyku R pouzit funkcie rbinom, rgeo, rpois, rhypgeo.

3.3 Metoda diskretizacie spojitych rozdeleni

Vel'mi jednoducho mozeme generovat realizacie z diskrétnych rozdeleni, ktoré dostaneme
konstrukciou hornej (pripadne dolnej) celej ¢asti z vhodne zvolenych jednoduchych spoji-
tych rozdeleni. Najjednoduchsie je takto mozné generovat diskrétne ndhodné premenné s
rovnomernym rozdelenim na konec¢nej mnozine, t.j. realizacie takej ndhodnej premenne;j
X s oborom hodnoét {z1, ..., 1}, pre ktora p; = P[X = x;] = 1/k pre vSetky i = 1, ..., k.
Poznamenajme, Ze generovanie z takychto rozdeleni je zakladom Statistickych metod
oznac¢ovanych ako “bootstrap”.

13Napriklad: Zdévodnite nasledovni vetu a na zaklade nej napiite generator na Poissonove
rozdelenie: Nech Uj,Us,... st nezavislé nahodné premenné s rozdelenim R(0,1). Nech N =
min {n € N: [, U; < e *}. Potom N — 1 ~ Po(\)
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Veta 3.2. Nech {xy,...,x1} je mnoZina redlnych cisel a nech U ~ R(0,1). Potom
nadobida hodnoty x4, ..., xk, kaZdi s pravdepodobnostou 1/k.

Realizaciu nadhodného vyberu velkosti n z rovnomerného rozdelenia na vektore x
dlzky k ziskame v jazyku R pomocou prikazu x[ceiling(k*runif(n))]. Techniku z
vety 3.2 je mozné zovSeobecnit na pripady, ked st pravdepodobnosti p; racionalne ¢isla
pre vSetky ¢+ =1, ..., k:

Veta 3.3. Predpokladajme, Ze p; = ;/l prei =1, ...k, kde l; € N a Zle l; =1. Nechv
je vektor dizky 1, pricom pre kazdé m =1, ...,k plati v; 1 = Vi 49 = ... = Vi 41, = T,
kde iy = 0 a i, = Z;lei pre m = 2,...,k. Potom plati: ok U ~ R(0,1), tak vy
nadobida hodnoty x1,...,xy s pravdepodobnostami py, ..., Pi.

Ak 1 je vektor prirodzenych éisel [y, ..., [, potom generovanie n hodnét vektora x s
vahami timernymi /; realizujeme takto: rep(x,1) [ceiling(sum(1)*runif(n))].

Platnost predchadzajich dvoch viet je o¢ividna a netreba ich dokazovat. Uvedomime
si, ze v niektorych pripadoch moZze byt pouzitie vety 3.3 neefektivne kvoli velkému
rozsahu vektora v.

Geometrické rozdelenie mozeme jednoducho generovat ako diskretizaciu exponencial-
neho rozdelenia, ktoré je mozné generovat logaritmickou transforméaciou rovnomerného
rozdelenia:

Veta 3.4. Nech p € (0,1), U ~ R(0,1). Potom |[In(U)/In(1 — p)| ~ Geo(p).

Doékaz. Jednoducho overime, 7ze —In(U) ma hustotou e™* pre x > 0, t.j. rozdelenie

)
Exp(1). Nech X = |In(U)/In(1 — )j = |—In(U)/In(1/(1 —p))|. Pre akékolvek k =
0,1,... teda mame: P[X = k] = P[—In(U)/In(1/(1 —p)) € [k, k+1)] = P[-In(U) €
(In(1/(1=p))k, In(1/(1=p))(k+1)) = exp(=In(1/(1=p))k)—exp(=In(1/(1=p))(k+1)) =
(I=p)f =1 =p*" =1 -p)p. O

V jazyku R mame na generovanie geometrického rozdelenia k dispozicii funkciu rgeo.
Len s pouzitim runif vygenerujeme n realizacii z geometrického rozdelenia s parametrom
p prikazom: floor(log(runif(n))/log(1-p)).

3.4 Generovanie diskrétnych ndhodnych vektorov

Ak chceme ziskat realizacie diskrétneho nahodného vektora X = (X7, ..., X,,)’ s nezéavis-
Iymi zlozkami, sta¢i postupne vygenerovat realizicie jednotlivych nahodnych premen-
nych Xi, ..., X,,. Situacia je takto jednoducha napriklad ak si Xy, ..., X, nezavislé na-
hodné premenné s rozdelenim R(z1, ..., z,,), ¢im simulujeme nahodny vyber z mnoziny
{z1,...,xn} s navratom. Komplikovanejsia situdcia nastava, ak st komponenty nasho
vektora zavislé, napriklad v pripade simulovania ndhodného vyberu bez navratu.

V pripade generovania ndhodného vektora so zavislymi komponentami je obvykle
dostatocne efektivny nasledovny postup (takzvana met6da podmienenych rozdeleni):
Najprv vygenerujeme realizaciu x; z rozdelenia nadhodnej premennej X;, potom rea-
lizaciu x5 z podmieného rozdelenia X5|X; = 1, potom realiziciu z3 z podmieného
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rozdelenia X3|X; = 21, Xo = 25 a tak dalej.Uvedomme si, Ze na pouzitie tejto techniky
potrebujme poznat prislusné podmienené rozdelenia, ale aj vediet z tychto rozdeleni
generovat realizacie. Uvedieme tvar prislusnych podmienenych rozdeleni potrebnych na
generovanie multinomického rozdelenia a na generovanie nahodného vyberu bez navratu.
Generovanie mnohorozmerného hypergeometrického rozdelenia a negativne multinomic-
kého rozdelenia si vyriesite ako tlohu.

Veta 3.5. Nech X ~ Mult(n,p1,...,pm), kde p1,...,pm > 0. Potom X; ~ Bin(n,p;).
Nech dalej ky,....km € {0,1,...,n} si také, Ze 377" kj = n. Nech i € {2,3,....,m}.
Oznacme n; = Z;":l kj ar;=p;/ Z;n:l p;. Potom

PMQ:&Mﬁ:kb”ng1:&]j:(Z)ﬁ%L—nW“%

T.j. ndhodnd premennd X; za podmienky X1 = ki,...,X;.1 = k;_1 md rozdelenie
Bin(n;,r;).

Pomocou predchadzajicej vety mozeme zostavit nasledovny program na generovanie
z multinomického rozdelenia'?

function(n,N,p){
# Generuje n realizacii z rozdelenia Mult(N,p[1],...,p[ml)
m<-length(p); res<-matrix(ncol=0,nrow=m)
for(i in 1:n){
X<-rep(0,m); X[1]<-rbinom(1,size=N,prob=p[1])
Nrem<-N-X[1]; prem<-1-p[1]
for(j in 2:m){
X[jl<-rbinom(1,size=Nrem,prob=p[jl/prem)
Nrem<-Nrem-X[j]; prem<-prem-p[j] }
res<-cbind(res,X)}
res}

Vseobecna veta nam tiez umoznuje generovanie ndhodnych permutécii:

Veta 3.6. Nech X = (Xi,...,X,)T je ndhodny vektor, ktorj md rovnomerné roz-
delenie na mnoZine {(k:b...,k:m)T Ak, k) = {1,...7m}}. Potom X, md rozdele-
nie R(1,...m) a pre k = 2,...,m md ndhodnd premennd X; za podmienky X; =
T, .y Xpo1 = T_1 rovnomerné rozdelenie na mnozine {1,....m} \ {x1, ..., zx_1}.

Uvedomime si, ze ak ndhodny vektor X = (X7, ..., X,,)7 ma rovnomerné rozdelenie
na mnoZine vietkych permutécii, tak subvektor (X, ..., X,,)T, kde n < m ma rovno-
merné rozdelenie na mnozine vSetkych n-prvkovych podmnozin mnoziny {1, ..., m}, ¢ize

14Pri praktickom pouziti programu je vhodné nahradit p[j]/prem vyrazom min(p[j]/prem,1), pre-
toze numerické chyby niekedy sposobuju to, Ze podiel p[j]/prem je malicko vacsi ako jedna.
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reprezentuje n-prvkovy vyber bez navratu z mnoziny {1,...,m}. Poznamenajme, Ze na-
hodny vyber bez navratu je velmi dolezity napriklad pre znahodiovanie pri navrhovani
experimentov.

V jazyku R mame procedtaru sample, ktora generuje nahodny vyber s vracanim aj
bez vracania a ako $pecidlny pripad aj ndhodné permutécie. Ak by sme chceli napisat
generator ndhodného vyberu bez vracania len s pouzitim generatora z rovnomerného
rozdelenia, mozeme myslienku vety 3.6 implementovat napriklad nasledovne:

function(n,m){
r<-1:m; res<-rep(0,n); U<-runif(n)
for(i in 1:n){
k<-ceiling((m-i+1)*U[i])
res[i]<-r[k]
if (k<(m-i+1)) rlkl<-r[m-i+1] }
res }

4 Generovanie realizacii spojitych ndhodnych premen-
nych a vektorov

4.1 Veta o inverznej transformaécii pre spojité rozdelenia

NajjednoduchSsou metédou generovania spojitych ndhodnych premennych so zadanym
rozdelenim je pouzit vetu o inverznej transformacii 2.1; samozrejme, len ak vieme efek-
tivne pocitat hodnoty prislusnej kvantilovej funkcie'.

Priklad 4.1 (Generovanie rozdelenia Exp())). Distribucnd funkcia rozdelenia Exp(\)
je F(x) =0 prex <0 a F(x) =1 — e pre x > 0. Kvantilovd funkcia je G(y) =
—An(l—y) prey € (0,1), ¢ize podla vety 2.1 plati: Ak U ~ R(0,1), tak —An(1-U) ~
Exp(\). KedZe aj 1 — U ~ R(0,1), vidime, Ze aj —\n(U) ~ Exp()\).

V jazyku R mozeme vygenerovat n realizacii exponencidlneho rozdelenia s para-
metrom lambda prikazom rexp(n,rate=1/lambda). Ak by sme chceli pouzit len ge-
neradtor z rovnomerného rozdelenia, tak vykondme prikaz: -lambda*log(runif(n)).
Kolmogorovov-Smirnovov test, ze vektor y pochadza z exponencidlneho rozdelenia s
parametrom lambda, mozeme realizovat takto: ks.test(y,pexp,rate=1/lambda).

Priklad 4.2. Nech m € N. Uvazujme distribucni funkciu F(z) =0 pre x <0, F(z) =
™ pre x € (0,1) a F(z) =1 pre x > 1'°. KedZe kvantilovd funkcia je G(y) = y*/™ pre

15Poznamenajme, Ze nie je nutné vedief vyjadrif kvantilovii funkciu explicitne. Sta¢i skongtruovat
velmi rychly iteraény algoritmus, ktory pocita funkéné hodnoty kvantilovej funkcie.

16T4to distribu¢na funkcia zodpoveda rozdeleniu Be(m + 1,1) a charakterizuje rozdelenie druhej
mocniny normy m-rozmerného nadhodného vektora s rovnomernym rozdelenim vo vnitri m-rozmernej
gule so stredom v pociatku stiradnicovej sustavy a polomerom 1 alebo, ekvivalentne, rozdelenie minima
m nezavislych R(0,1) ndhodnych premennych.
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€ (0,1), tak podla vety 2.1 dostdvame: Ak U ~ R(0,1), potom UY™ md distribucni
funkciu F.

Podobne je mozné generovat napriklad Cauchyho rozdelenie!’.

4.2 Zamietacia metdéda pre spojité rozdelenia

V niektorych pripadoch, ked kvantilovi funkciu nevieme pocitat rychlym algoritmom,
mozeme s vyhodou pouzit takzvani zamietaciu metodu.

Veta 4.1 (Veta o zamietani). Nech f,h : R — [0,00) st dve funkcie hustoty, kladné
na intervale I C R a inde nulové, pricom ¢ = sup{f(x)/h(x): 2z € I} < oo. Nech
Y1,Uq, Yo, Us, ... st nezdvislé ndahodné premenné, pricom Y1,Ys, ... maji hustotu h a
Uy, Us, ... maji rozdelenie R(0,1). Nech

N =min{n e N: c.h(Y,)U, < f(Ya)}.
Potom ndhodnd premennd Yy md hustotu f.

Dékaz. Pre jednoduchost urobime dokaz len pre tento pripad: I = (0,1) a h je hustota
rozdelenia R(0,1), t.j. h(z) =1 pre z € (0,1), h(x) = 0 pre x ¢ (0,1).
Zvolme Tubovolné z € (0,1). Zrejme plati

PlYy < 2] =U2, Py < 2, N = k] = U2, P[Y; < 2, N = k.

Kedze pre akékolvek k méa nahodny vektor (Y, U)T dvojrozmerné rovnomerné roz-
delenie na mnozine [0,1] x [0,1], je P[Yy < z,cUx < f(Yi)] rovna ploche mnoziny
B, ={(y,u) €[0,1] x [0,1] :y <z a cu < f(y)}, teda

P[Yk<ZCUk<fYk /f

Preto P[Y; < 2,N =1 =PY1 < z,c.U; < f(Y1)] =r, apren > 2je P[Y, < z,N =
]ﬁ] = PD/k < Z,C.Ul > f(}/i),...,C.Uk_l > f(Yk_l),C.Uk < f(Yk)] = P[Yk < Z,C.Uk <
f(Yk)]P[CUl > f(ifl)]P[CUk_l > f(Yk—l)] = T’Z(]_ — T’l)kil. Takze

PlYy < z] = TZZ (1-1/c)" ' =r,e= /OZ f(y)dy

7 toho plynie, Ze f je hustota Yy. O

Najcastejsie pouzivany Specidlny pripad predchidzajicej vety je nasledovny: f je
ohranic¢enéd hustota kladna len na intervale I = (a,b), kde a,b si kone¢né &isla a h je
hustota rozdelenia R(a,b). V tomto pripade mame N = min{n € N: c.U, < f(Y,)},
kde ¢ = sup{f(z): x € I}.

Zdoraznime este, zZe vetu 4.1 je vhodné pouzit, len ak vieme rychlo generovat realiza-
cie ndhodnych premennych s hustotou h a ak sa hustota h “podoba” na cielovii hustotu
f; len v takom pripade je totiz nizka pravdepodobnost udalosti c.h(Y,)U, > f(Y,).
Tato pravdepodobnost, v angli¢tine nazyvana rejection ratio, urc¢uje asymptoticky po-
diel “zbyto¢ne” vygenerovanych dvojic (Y, U,).

17To je vak mozné aj bez vypoétu kvantilovej funkcie.
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Priklad 4.3. Uvazujme hustotu f(x) = (8/m)y/xv/1—x pre x € (0,1) a f(z) =
pre x & (0,1)'®. Ak zvolime h hustotu rovnomerného rozdelenia na intervale (0,1), tak
realizdaciu z rozdelenia s hustotou f dostaneme nasledovne: Budeme generovat nezdvislé
realizdcie Y1,Uy,Ys,Us, ... z rozdelenia R(0,1), aZ pokym nenastane pripad (4/m)U, <
f(Y,). V tomto okamihu bude Y, reprezentovat realizdciu z rozdelenia s hustotou f.

4.3 Generovanie realizacii normalneho rozdelenia a pribuznych
rozdeleni

V jazykuR je vygenerujeme n realizacii z normalneho rozdelenia so strednou hodnotou mu
a smerodajnou odchylkou sigma pomocou prikazu rnorm(n,mean=mu,sd=sigma). Ako
ukdzeme, zamietacou metodou je mozné generovat realizécie z rozdelenia N(0,1) len
pomocou generatora z rovnomerného rozdelenia a nasledne, vhodnou linedrnou trans-
forméciou, aj z rozdelenia N (u, o?).

Uvazujme najprv hustotu f(z) = /2/m X e /2 pre x>0 a f(z) =0prez <0, ¢o
zodpoveda hustote nahodnej premennej | X|, ak X ~ N(0,1), takzvanému “polnomél-
nemu” rozdeleniu. Zvolime za h hustotu rozdelenia Fxp(1), t.j. h(z) = e * pre z > 0 a
h(z) = 0 pre < 0. Pomocou $tandardnych metod matematickej analyzy vypocitame,

c=sup{f(z)/h(x): x>0} =+/2¢e/7.

Podmienka urcujica index n akceptovanej realizacie je

V2T x e YU, < \/2/7 x e Vi/?,

¢o je mozné ekvivalentne zapisat v tvare
Un < exp (—(Y — 1)%/2)

Vygenerovat realizaciu premennej z rozdelenia s hustotou f mozeme teda nasledovne:
generujeme nezavislé realizacie Yy, Uy, Y, Us, ..., pricom Y;, Ys, ... maji rozdelenie Exp(1)
a Uy, Uy, ... maju rozdelenie R(0,1). Akonahle bude splnené U, < exp (—(Y, —1)?/2),
bude Y =Y, koneénym vysledkom.

Pomocou realizdcie Y s hustotou f mozeme vygenerovat realizaciu z rozdelenia
N(0,1) jednoducho tak, ze Y vynésobime s pravdepodobnostou 1/2 hodnotou —1 a s
pravdepodobnostou 1/2 hodnotou 1 (t.j. ¢islu Y ddme ndhodné znamienko). Dostavame
nasledovniu vetu:

Veta 4.2. Nech V)Y,,U;, Y2, Us, ... si nezdvislé ndhodné premenné, pricom P[V =
—1]|=P[V=1=1/2,Y; ~ Exp(l) a U; ~ R(0,1) pre kaZdé i € N. Nech

N =min{n e N:U, <exp(—(Y, —1)*/2)}.

Potom ndhodnd premennd VYyn md rozdelenie N(0,1).

181de o tzv. beta-rozdelenie s parametrami 3/2 a 3/2.
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Zamietaci algoritmus generovania n realizacii norméalneho rozdelenia so strednou hod-
notou mu a smerodajnou odchylkou sigma mézeme v jazyku R zapisat takto:

function(n,mu=0,sigma=1){
res<-rep(0,n)
for(i in 1:n){
ok<-FALSE
while (! (ok)){
Y<-rexp(1) ;U<-runif (1)
if (U<exp(-(Y-1)"2/2)) ok<-TRUE}
res[i]l<-Y}
rsgn<-2+floor (2*xrunif(n))-1
sigma*rsgn*res+mu’t

Iny vel'mi rozsireny sposob generovania realizacii z normélneho rozdelenia vyuziva
to, ze dvojrozmerné normalizované norméalne rozdelenie N5(0,I) mé polarne stradnice

(R, ) s Tahko generovatelnym rozdelenim: R ~ /Exp(1/2) a ¢ ~ R(0, 27).

Veta 4.3 (Box-Mullerov generator). Nech ndhodng vektor (Vi, Vo) md rovnomerné
rozdelenie na jednotkovej kruznici v rovine a nech L ~ Exp(1/2). Potom ndhodné pre-
menné X1 = VivL a Xo = Vo/L st nezdvislé, obe s rozdelenim N(0,1). Specidlne, ak

U, W st nezdvislé s rozdelenim R(0,1), tak ndhodné premenné

Xy = cos(2nU)\/—2In(W), Xy =sin(27U)+/—21In(WV)
st nezdvislé, obe s rozdelenim N(0,1).

Implementacia Box-Mullerovho algoritmu je velmi jednoducha a nechévame ju ako
praktické cvicenie. Uvedomme si eSte, Ze pomocou norméalneho rozdelenia vieme genero-
vat realizacie chikvadrat rozdelenia (ale to aj pomocou gama rozdelenia; pozri nasledu-
jacu kapitolu), z ktorych néasledne mozeme dostat realizacie t-rozdelenia a F-rozdelenia.
Existuju aj efektivnejsie (avSak komplikované) metody na generovanie realizacii z ¢t a F
rozdelenia, ale nebudeme ich uvadzat.

4.4 Generovanie Beta a Gama rozdelenia

Definicia 4.1. Nech a,b > 0. Ndhodnd premennd X md beta rozdelenie s parametrams
a,b, ak je X spojitd ndhodnd premennd s hustotou f(x) = B~ '(a,b)x* (1 — 2)°~t pre
z € (0,1) a f(x) =0 inak. Symbol B oznacuje beta funkciu. Znacime X ~ Be(a,b).

Vsimnime si, Ze beta rozdelenie obsahuje ako $pecialny pripad R(0,1). Pre §pecialne
volby parametrov a,b je mozné generovat realizicie rozdelenia Be(a,b) viacerymi spo-
sobmi (pozri priklad). Univerzalny navod poskytuje nasledovna veta:
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Veta 4.4. Nech a,b > 0. Nech X1, Xy st nezdvislé ndhodné premenné s rozdelenim
R(0,1). Polozme V = Xll/a, W = le/b aY =V/(V 4+ W). Potom ndhodnd premennd
Y za podmienky V + W <1 md rozdelenie Be(a,b).

V jazyku R:

function(n,a=1,b=1){
res<-rep(0,n)
for(i in 1:n){
ok<-FALSE
while (! (ok)){
X<-runif (2)
V<-X[1]~(1/a) ;W<-X[2]~(1/b)
if (V+W<1) ok<-TRUE}
res[i]1<-V/(V+W)}
resyt

Definicia 4.2. Nech a,b > 0. Nahodnd premennd X md gama rozdelenie s parametrams
a,b, ak X spojitd ndihodnd premennd s hustotou f(x) = I'71(b)abaxb~te™% pre x > 0 a
f(x) =0 inak. Znacime X ~ G(a,b).

Parameter a nazyvame parameter Skily a b je parameter tvaru. Trieda gama rozdeleni

je velmi Siroka; ako $pecidlny pripad obsahuje rozdelenie Exp(a) = G(a, 1), rozdelenia
X2 = G(1/2,n/2) a mnohé iné. Mozno tiez jednoducho ukazaf, ze ak X ~ G(1,b),
tak a='X ~ G(a,b), o znamena, Ze sa staci zaoberal generovanim rozdelenia G(1,b).
Naviac, ak X7 ~ G(1,b1) a Xy ~ G(1, by) st nezavislé nahodné premenné, tak X;+ X, ~
G(1,by + by). Ak je teda b redlne ¢islo, tak G(1,b) je su¢tom |b| nezavislych ndhodnych
premennych s rozdelenim Exp(1) a jednej ndhodnej premennej s rozdelenim G(1,r), kde
r =0b— |b]. To je mozné vykonat s pomocou generatora beta rozdelenia.
Veta 4.5. Nech a,b > 0, n = |b] ar = b—mn. Nech Zy,Z1,...,Z,, Y si nezdvislé
ndhodné premenné, pricom Zy, Z1,...,Z, ~ Exp(1) a Y ~ Be(r,1 —r) ak r > 0 alebo
Y=0dadkr=0. Akn=20, polozme Z =0 a akn > 1 nech Z =71+ ...+ Z,. Potom
plati a Y (Z + ZyY') ~ G(a,b).

V jazyku R zapiSeme vysledny algoritmus nasledovne:

function(m,a=1,b=1){

n<-floor(b); r<-b-n; res<-rep(0,m)

for(i in 1:m){
Y<-0; if(r>0) Y<-rbeta(l,shapel=r,shape2=1-r)
Z<-0; if(n>0) Z<-sum(rexp(n))
res[i]<-(Z+rexp(1)*Y)/a}

res}
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4.5 Generovanie spojitych nahodnych vektorov

Veta 4.6. Nech X, ..., X, su nezdvislé ndhodné premenné s rozdelenim N(0,1). Nech
i € R™ a nech X je pozitivne semidefinitndg matica typu m X m. Predpokladajme, Ze
¥ = CCT, kde C je matica typu m x m. Potom ndhodnij vektor Y = C(X1, ..., X;n)T +p
md rozdelenie Ny, ().

Maticu C z predoslej vety je mozné urcit viacerymi metdédami; obvykle sa vSak
pouziva dolné trojuholnikova matica, ktori je mozné z matice ¥ vypocitat relativne
rychlym algoritmom a naviac mierne zjednoduguje aj vypocet sicinu C(Xy, ..., X,,)7
(Rovnost ¥ = CCT v takom pripade nazyvame Choleského rozklad.) Takato dolni
trojuholnikovii maticu vypoé¢itame napriklad pomocou nasledovného algoritmu (prvky
matice ¥ oznacime s;; a prvky matice C' oznac¢ime ¢;;)

1 Prvkom matice C' nad diagonélou prirad hodnotu 0.

2 ¢11 < /S11 a pre i = 2 az m vykonaj: ¢;1 < s;i1/cnn

4 Coo <— \/ S99 — C%l
5 Pre i = 3 az m vykonaj:
5.1 Pre j =2 azi— 1 vykonaj: ¢;; < (s;5 — Ef{;ll CikCik)/Cij

i—1 9
5.2 ¢ + Sii — k=1 Cik

6 Vysledok: C'

Casto pouzivany Specialny pripad dvojrozmerného normalneho ndhodného vektora
popisuje nasledovna veta:

Veta 4.7. Nech X1, Xy ~ N(0,1) su nezdvislé ndhodné premenné, nech p, jis, 01,09 €
R, 01,09 > 0 a p € [—1,1]. Polozme Y1 = 01 X1 + 111 a Yo = 02(pX1 + /1 — p?Xs) +
te. Potom ndhodny vektor (Yl,YQ)T md zdruZene normdlne rozdelenie, pricom Y; ~
N(p1,0%), Yo ~ N(uy,02) a korelicia Yy a Yy je p.

Pomocou normalneho rozdelenia mozeme tiez vygenerovat realizaciu rovnomerného
rozdelenia na m-rozmernej guli a na m-rozmernej sfére.

Veta 4.8. Nech G, je m-rozmernd jednotkovd gula so stredom v bode 0 € R™. Nech
X1,y Xon, U st nezdvislé ndhodné premenné, pricom X; ~ N(0,1) a U ~ R(0,1).
Potom Y = (31" X3)™Y2(X1, ..., X;n)T md rovnomerné rozdelenie na hranici gule G,
a Z =UY"Y md rovnomerné rozdelenie na guli G,,.

Existuje viacero alternativnych, c¢asto efektivnejSich sposobov, ako generovat na-
hodné vektory rovnomerne na povrchu G,,(r), alebo na G,,(r), najmé pre dimenzie
m = 2,3 (ak vynechame trividlny pripad m = 1). Zo 8irokého spektra roznych me-
tod spomenieme napriklad nasledovné "zamietacie” metdédy pre m = 2,3: generujme
X1,Y1, X, Ys, ... ako nezavislé realizacie z rozdelenia R(—1,1), az kym prvykrat nena-
stane pripad X2 + Y2 < 1. Ozna¢me X = X,,,Y =Y,,. Potom plati:
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Y)T ma rovnomerné rozdelenie na G(1)

X% +Y?)~Y2(X,Y)" ma rovnomerné rozdelenie na hranici Go(1)

(X
(
(X% +Y?)1(X? -Y?2 2XY)? ma rovnomerné rozdelenie na hranici Go(1)
(

2XV1—X2-Y22YV/1—X?2-Y21-2(X?+Y?))T méa rovnomerné rozdelenie
na hranici G(1).

Jednoducho a efektivne je mozné generovat aj rovnomerné rozdelenie na “klasickom”
simplexe S, ako aj na “pravdepodobnostnom” simplexe P,,, ako ukazuje nasledovna
veta.

Veta 4.9. Definujme mnoZiny S,, = {(:Ul,...,xm)T e 0,1 : 3" a; < 1} a P, =
{(21,....zm)" €[0,1]™: 3 @, = 1}. Predpokladajme, Ze Ui, ...,U,, si nezdvislé nd-
hodné premenné s rozdelenim R(0,1) a nech Y1,...,Y,, je usporiadanie tjchto ndhod-
ngch premenniyjch od najmensej po najvicsiu. Definugme Z1 =Y, a Z; = Y; — Y;_1 pre
i =2,...,m. Potom ndhodny vektor S = (Zy, ..., Zy,)T md rovnomerné rozdelenie na S,
a nahodny vektor P = (Zy, ..., Zp, 1 — Ym)T md rovnomerné rozdelenie na P, 1.

Z rovnomerného rozdelenia na m rozmernom simplexe mozeme teda vygenerovat n
realizicii nasledovne:

function(n,m){
# Funkcia generuje n realizacii na simplexe S_m
res<-matrix(ncol=0,nrow=m)
for(i in 1:n){
Y<-sort(runif(m)); Z<-c(Y[11,Y[2:m]-Y[1:(m-1)1)
res<-cbind(res,Z)}
rest

5 Uvod do metod Monte Carlo

5.1 Zakladny princip klasickych meté6d Monte Carlo

Predpokladajme, Ze nas zaujima nejaké ¢iselnd hodnota, oznac¢me si ju z, ktori nie je
mozné jednoducho vypocitat analytickymi prostriedkami; moéze to byt napriklad dole-
zit4 Ciselné charakteristika komplikovaného systému hromadnej obsluhy, pravdepodob-
nost “zruinovania” podmienend zlozitym procesom s ndhodnymi vplyvmi, ale aj hodnota
urc¢itého mnohorozmerného integralu a podobne. Monte Carlo metédy predstavuji zau-
jimava moznost, ako tuto ¢iselni hodnotu odhadnit pomocou stochastickych simulécii.

Zéakladom klasickych metdéd Monte Carlo odhadovania hodnoty z je konstrukcia ge-
neratora nahodného vyberu 7y, 7y, ..., Z,, pre ktory E(Z;) = z a D(Z;) = 0% < oc.

22



Stochastické simula¢né metody, R. Harman, S. Rosa, KAMS FMFI UK

V takomto pripade totiz pre aritmeticky priemer Z, = %2?21 Z; plati E(Z,) = z a
D(Z,) = o%/n, ¢ize Z, je nevychylenym a konzistentnym odhadom hladanej hodnoty
z. NavySe, pre z vieme skonStruovat priblizné intervaly spolahlivosti - podla centrélnej
limitnej vety ma pre velké n nahodna premennd Z, priblizne rozdelenie N(z,0%/n) a
na zaklade zédkona velkych ¢isel moZeme hodnotu o? odhadnif pomocou vyberového
rozptylu S2 = 15" (Z;— Z,)* =150 Z2 — (Z,)?, teda

- Sn = Sh

P [2 € <Zn — ul—a/Q%a Zn + ul—a/2ﬁ>:| ~1—a, (2)
kde u1_q/2 je 100(1 — a/2)-percentny kvantil rozdelenia N(0,1) a o € (0,1) je zvolena
pravdepodobnost uréujtca pozadovani spolahlivost?.

V&imnime si, ze dlzka daného intervalu spolahlivosti klesa imerne hodnote \/n, ¢ize
zvySovanie poctu realizacii nam prinésa relativne maly narast presnosti odhadu, preto by
sme mali klast doraz na to, aby bola ¢o najmensia disperzia ¢? nahodnych premennych
Z;, ktorych realizcie generujeme?.

Poznamka o sekvenénom vypocte priemeru a vyberového rozptylu. Niekedy
pri Monte Carlo vypoctoch postupujeme tak, Ze si nepredpiSeme vopred pocet n simu-
lacnych behov, no vykonavame simula¢né behy, pokym nie je splnené 2u1,a/2\5/—% < A,
kde A je vopred stanovené &islo, ¢ize pokym dlzka intervalu spolahlivosti (2) nie je
mengia ako A?'. Vypocet priemeru Z, a vyberovej smerodajnej odchylky S, po kazdom
novom simula¢nom behu na zaklade vzorcov Z, = £ 37" Z;a S2 = L3 (7, — Z,)?
je ale zna¢ne neefektivny. Vhodnejgie je priebezne si udrziavat hodnotu L siétu vset-
kych dosial vygenerovanych hodnot 7, ..., Z, a hodnotu @ suc¢tu druhych mocnin do-
sial vygenerovanych hodnoét Zi, ..., Z,. To znamena Ze pred zacatim simulacii polozime
L =@ = 0 a po n-tom simula¢nom behu vykoname priradenie L = L+ Z,,, Q = Q + Z>.
Zrejme potom Z, = +L a S2 = 1Q — (2L)%

5.2 Simula¢ny odhad pravdepodobnosti

Dolezitym Specidlnym pripadom aplikicie metéd Monte Carlo je odhad pravdepodob-
nosti z € (0, 1) nejakej udalosti tykajicej sa analyzovaného systému so stochastickymi
prvkami. V tomto pripade obvykle vieme priamociaro skonstruovat simula¢ny generator
postupnosti nezavislych ndhodnych premennych 7, ..., Z,, pricom Z; nadobudne 1, ak
sledovana udalost v i-tom simula¢nom behu nastane a 0, ak tato udalost nenastane, ¢ize
nahodné premenné 7, ..., Z, maju alternativne rozdelenie Alt(z). KedZze plati Z? = Z;

Obvykle sa voli v = 0,05 a v takom pripade u;_q/2 ~ 1,96.

20Pochopitelne, ide aj o to, ako rijchlo dokdZeme generovaf realizicie ndhodnych premennych Z;. V
zasade plati, ze prechod ku generatoru s k-krat nizSou disperziou sa oplati, pokial ¢as na vygenerovanie
jednej realizacie narastie menej ako k-krat.

21 Toto vnasa do vysledného intervalu spolahlivosti dalgiu nepresnost, ktord ale moze byt pri velkom
pocte simula¢nych behov a spojitom, unimodélnom, nie velmi §ikmom rozdeleni ndhodnych premennych
Z; zanedbatelna.
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pre vietky, i = 1,...,n, vyberova disperzia je rovna S? = 7, — (Z,)? a (2) nadobuda

tvar
i [Z,— (7 - [Z,—(Z,)
zc (Zn — Ul—q/2 #7 Zn + Ul—a/2 #)

Tento interval spolahlivosti bude velmi presny pre vysoky pocet n simula¢nych behov a
“neextremalnu” hodnotu pravdepodobnosti z. V metdédach Monte Carlo obvykle nie je
problém s tym, 7e by sme mali maly rozsah n; bezné st hodnoty n v miliénoch. Napriek
tomu, ak je hodnota z napriklad vel'mi blizko nuly alebo jednotky, tak sa moze stat, ze
uvedeny interval spolahlivosti bude mat [avy koniec zaporny, alebo pravy koniec vA¢Si
ako 1?2, Takymto patolégidm sa moézeme vyhnit, ked si uvedomime, Ze nZ, ma rozde-
lenie Bin(n,z), ¢ize moézme pouzit Specidlne intervaly spolahlivosti pre parameter “p”
(my zna¢ime tento parameter z) binomického rozdelenia. Jednou z moznosti je takzvany
Clopperov-Pearsonov “exaktny” 100(1 — «)-percentny interval spolahlivosti

n+1—-—X -1 n—X -1
TR N W (T L
<+ XF, ) —Z—(+<1+X>F2)

kde X = nZ, je realizacia prislusného binomického rozdelenia, F je 100(c/2)-percentny
kvantil F-rozdelenia so stuphami volnosti 2X a 2(n — X + 1) a Fy je 100(1 — «/2)
percentny kvantil F-rozdelenia so stupnami volnosti 2(X + 1) a 2(n — X).

P ~l—a  (3)

P ~1-—q, (4)

22Pre odhadovanie pravdepodobnosti extremalnych udalosti existuja §pecidlne metody, ktoré si ¢asto
omnoho efektivnejSie ako priamociary pristup uvedeny v tomto texte. Pre takéto situécie sa niekedy
daja skonstruovat ndhodné premenné Z;, pre ktoré F(Z;) = z, avSak Z; nie st nula-jednotkové a ich
disperzia je mensia ako z(1 — z). Takymito metodami sa v tomto texte nebudeme zaoberat.
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5.3 Monte Carlo vypocet integralov

Klasickym vyuzitim metéd Monte Carlo je vypocet (presnejsie odhad) hodnoty integralu

- /A h(z)dz.

Pre jednoduchost budeme predpokladat, ze A C R™ je borelovskid mnozina Lebesguovej
miery (dlzky, plochy, objemu) A € (0,00) a h : R™ — [0, M] je spojita funkcia M €
(0, 00). Taktiez budeme predpokladat, ze z > 0.

V silade s principmi opifsanymi v casti 5.1 skonStruujeme generator realizacie po-
stupnosti nezavislych, rovnako rozdelenych nahodnych premennych 7, ..., Z,, takych,
ze E(Z;)) = 2z a D(Z;) = 0® < oo, pre i = 1,...,n, na odhad hodnoty z pouZzijeme
aritmeticky priemer Z, vygenerovanych hodnét a na interval spolahlivosti pre z po-
uzijeme predpis (2). Pochopitelne, staci urc¢it, ako skonstruujeme realizidciu nahodnej
premennej Z s vlastnostami E(Z) = z a D(Z) = 0? < oo v jednom simula¢nom behu.
Nezavislym opakovanim n takychto simulac¢nych behov dostaneme realizaciu pozado-
vanej postupnosti 7, ..., Z,. Existuje viacero pristupov ku konStruovaniu generatora
nahodnej premennej Z s pozadovanou strednou hodnotou a kone¢nou disperziou.

Najjednoduchsou metodou je “zamietacia” metoda (angl. rejection method), v ktorej
vygenerujeme ndhodnd premennt Z nasledovne: Nech U mé rovnomerné rozdelenie na A
a nech V' ma rovnomerné rozdelenie na [0, M]. V pripade V' < h(U) polozime Z = AM a
v opa¢nom pripade polozime Z = (. Nahodny vektor (U?, V)T m4 o€ividne rovnomerné
rozdelenie na mnozine A x [0, M], ktord ma mieru AM. NavySe, udalost [Z = AM]|
nastane prave vtedy, ked nahodny vektor (U?, V)T padne pod graf funkcie h, takZe

P[Z = \M| = (/\M)_l/ h(z)dr = (AM) ™'z,
A
E[Z] = (AM)P[Z = \M]| = z,
D|Z] = (AM)*P[Z = AM] —2*> =AMz — 2* < <. (5)
PouzivanejSou nez zamietacia metoda je takzvana “oby¢ajnd” metoda (angl. crude
Monte-Carlo method), ktora kladie Z = Ah(U), kde U je, rovnako ako pri zamietacej

metdde, ndhodny vektor s rovnomernym rozdelenim na mnozine A. KedZze hustota fy
nahodného vektora U je konStantne 1/A na mnozine A, dostavame

B(2) = EOWU) = [ M(o)fulo)ds ==,
A
D(Z) = )\/hQ(x)dx—z2 < AMz — 2% < oo (6)
A
Z (5) a (6) vidime, ze disperzia pre zamietaciu metédou nie je nikdy lepsia ako pre
obyc¢ajni metdodou, hoci v niektorych situdciach moéze byt numericky vypocet realiza-

cie ndhodnej premennej Z jednoduchsi zamietacou metdédou. Problémom je, 7e aj pre
oby¢aji metodu je D(Z) ¢asto vysoké &islo, ¢o znizuje celkovii presnost Monte Carlo
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odhadu. Ako vieme, zvySenie poc¢tu n simula¢nych behov zvysuje presnost odhadu len
pomaly, preto je ¢asto najvyhodnejsie snazit sa o zmensenie D(Z).

Zovseobecnenim obycajnej metody je takzvand metdda vahového vyberu (angl. im-
portance sampling), ktora ¢asto umoziuje skonstruovat generator ndhodnej premennej
s pozadovanou strednou hodnotu, ale mensou disperziou ako obyc¢ajna metoda. Predpo-
kladajme, Ze mame hustotu f na R™ taku, ze f(z) >0 prexz € Aa f(x) =0ak x ¢ A,
pricom vieme generovat realizicie nahodnych vektorov s hustotou f. Predpokladajme
tiez, ze h(x)/f(z) < N pre vSetky z € A a nejaké N < oco. Metdda vahového vyberu
predpisuje generovat ndhodnt premenni Z takto: Z = h(X)/f(X), kde X je nadhodny
vektor s hustotou f. Zrejme plati:

E(Z) = E(h(X)/f(X))Z/A(h(l“)/f(z))f(z)divzz,

D(Z) = /Ah2($)/f(x)da:—z2g)\MN—z2<oo.

Efektivnost metody vahového vyberu je uréend vyberom funkcie f**. Ukazuje sa, Ze
metoda vahového vyberu je tym efektivnejsia, ¢im “podobnej$i” je na mnozine A tvar
hustoty f tvaru funkcie h. Ak by bola “podobnost tvarov” f a h dokonala, ¢ize ak by
platilo f(z) = ch(x) pre vietky x € A a nejaka konstantu ¢, tak D(Z) je dokonca
nulova, aha:

1 = f(x)dx = / ch(x)dx = cz, Cize
A A

D(Z) - /AhQ(x)/f(x)dx _ 2= /Ahz(x)/(ch(x))dx oo

Toto je vSak len teoretickd moznost, lebo v takejto situacii by sme na vy¢islenie
realizdcie ndhodnej premennej Z potrebovali poznat hodnotu ¢isla z, ktoré sa snazime
odhadnut (a vo svetle tohto konStatovania uz nie je az také pozoruhodné, ze z dokaZzeme
odhadnut s nulovou disperziou).

2371y vyber funkcie f moéze urobif metodu vdhového vyberu este ovela menej efektivnou, ako je
obycajnd metoda. Premyslite si tiez, pre aké f sa metdéda vahového vyberu redukuje na obycajnu
metodu.
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