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Uvod

Mnohé javy, ktorych vlastnosti sti predmetom experimentalneho badania, majii dynam-
icky, evolu¢ny charakter. V mnohych vednych oblastiach ako fyzika, biol6gia, medicinna,
inZinierstvo ale aj v spolo¢enskovednych disciplinach m6Zeme charakter sprdvania sa sku-
manej veli¢iny popisat’ diferencidlnymi rovnicami.

Napriek tomu, Ze charakterizdcia mnohych fundamentédlnych zdkonov dobre aprox-
imuje realitu, teoretické a pozorované skutoéné hodnoty sa vzdy odlisujui, pricom tato
odlisnost’ pripisujeme nepozorovatelnym ndhodnym chybdm. Preto nezndme vlastnosti
(parametre diferencidlnych rovnic) odhadujeme.

V Sstatistike existujii dva principidlne odlisné sposoby ako uchopit’ ndhodnost’ pozo-
rovanych hodnét. Nech £ je zdkon popisujtci stav veliciny x(t) = z¢(t) v Case t v zavislosti
od hodnoty vektora vlastnosti . V prvom, klasickom pristupe predpokladdme, Ze veli¢ina
x(t) spltia predpisany zédkon presne a vysledné pozorovania X (t;) v ¢asoch t;,i = 1,...,n,
st potom vysledkom kontamindcie presnych hodnoét z(¢;) zva¢sa bielym Sumom pripiso-
vanému chybe meracieho zariadenia, ¢ize

dtk 0 T dQek—1 s de o (1)
X(ti):l’(tl)+€l,lil,,n
Uvedeny pristup moZno ndjst’ v mnohych tradi¢nych publikacidch.
Druhy pristup integruje Sum priamo do zdkona tym, Ze predpoklada

d¥X(t) dF1X(t dX(t .

L( dt"ﬂ()’ dt’“*l()“”’ dt(),X(t),t,O7 sum):O. (2)
Na rigoréznu formuldciu pristupu (2) vyuZzivame terminolégiu stochastického poctu, vid’
napriklad monografiu [15].

Zakladny rozdiel medzi situdciou popisanou v (1) a (2) spociva v tom, Ze druhy prist-
up generuje stochasticky proces s korelovanymi pozorovaniami, ktory pozorujeme presne,
kym prvy pripad potlaca prirodzenti vniitornd ndhodnost’. Samozrejme, aj v prvom pris-
tupe je mozné uvazovat koreldciu medzi pozorovaniami, tdto by vsak bola umela.



Kapitola 1

Ciele dizerta¢nej prace

PredloZend dizerta¢nd prdca sa zaoberd vyvojom metéd navrhovania experimentov pre
procesy popisané Itoovymi stochastickymi diferencidlnymi rovnicami (slabé rieSenia) v
tvare

AX(£) = fo.5(t, X(H)dt + 05(t, X (£)dW (1), X(0) = X, (L.1)

kde 0 je vektor charakteristik procesu, ktory je predmetom skiimania, /3 je parameter Sumu
mimo sféry zdujmu, X je nezndma ale pevnd po¢iatoéna hodnota a {IV (¢) }+>0 je Wienerov
proces.

Stochastickd diferencidlna rovnica (1.1) je pomerne vSeobecna a uvedena oblast’ nebo-
la doposial’ systematicky analyzovana a dostupna literatira pontka iba zopar publika-
cif zaoberajtcich sa problematikou navrhovania experimentov pre procesy popisa(tel )né
stochastickymi diferencidlnymi rovnicami, napriklad [19, 10, 24, 8, 9, 7, 1, 5]. preto sa v
predloZenej praci obmedzime na jednoduchsie, linedrne rovnice v tvare

AX(t) = [ag.s(t) + be s X (1)]dt + o5(t)AW (1), (1.2)

Gize f(t,z) = a(t) + b(t)x a o(t,x) = o(t).
Ciel'om dizerta¢nej préce je ...

e ... Studovat’ existenciu optimdlnych niavrhov experimentov pre procesy popisané
rovnicami v tvare (1.2): Dokaz existencie optimalnej alokdcie ¢asov pozorovania pro-
cesu je fundamentdlnou otdzkou, nakol'ko z nej vyplyva opodstatnenost’ pouZitia
optimaliza¢nych metéd ako aj zmysel samotnej tlohy optimalizdcie experimentu.
Najcastejsim spésobom, ako zodpovedat’ uvedent otdzku, je stanovenie podmienok
spojitosti Fisherovej informa¢nej matice na hranici mnoZiny pripustnych navrhov
T \ ¥,; napriklad Sacks a Ylvisaker [19, 20] formulovali spojitost’ Fisherovej in-
formacnej matice cez spojitost’ funkciondlnych priestorov, pricom sa odvolédvali na
vlastnosti Hilbertovych priestorov s reprodukénymi jadrami. Vo vacSine publikacii,
kde optimdlne navrhy existujti (napr. [10, 8, 9, 7] a iné), autori uvazuja iba nezname
parametre strednej hodnoty. V pripadoch, kde je neznamy parameter situovany aj v
kovarian¢nej struktire, dochddza uz ku komplikacidm, vid' [24].

e ... odvodit’ asymptotickd Fisherovu informaénti maticu: Vypocitat’ optimélne casy
pozorovania procesu s korelovanymi pozorovaniami pri kone¢nom vybere je nekon-
vexny problém, a explicitné rieSenia uvadza iba malo publikacii, napriklad [2, 10, 8,
9, 7]. Ini autori bud’ vyvijali numerické metédy identifikdcie optimalnych alokacif
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[18], alebo sa snazili obist’ naro¢nost’ uvedenej tilohy budovanim alternativnych, ¢as-
to asymptotickych (v zmysle poctu pozorovani) metéd [19, 20, 21, 22, 23, 4, 25, 3].
V dizerta¢nej praci tiez obchddzame zakladnt optimaliza¢ni dlohu, a to tak, Ze sa
zameriavame na vypocet tzv. ultimdtnej efektivnosti [17] (nomenklatira [7]), kde
porovndvame informdciu ziskand z kone¢ného navrhu s informéaciou, ktorti by sme
teoreticky ziskali pozorovanim celej trajektorie procesu. Ultimétna informdcia méd v
planovani experimentov dvojaké vyuZzitie: na jednej strane ndm poskytuje obraz o
tom, do akej miery vycerpdvame totdlnu dosiahnutelnti informdciu a ¢ ma vobec
vyznam optimalizovat’ experiment, a na strane druhej ndm umoZriuje urcit’, ¢i nékla-
dy na d’al$ie pozorovanie st adekvétne eventudlnemu ndrastu v mnozstve ziskanej
informdcie [19].

e ... rozsirit vysledky ziskané pre linearne stochastické diferencidlne rovnice v tvare
(1.2) na v8eobecnejsie stochastické diferencidlne rovnice v tvare (1.1).



Kapitola 2

Vysledky dizertacnej prace

2.1 Motivacia: analyza neautonémneho nestacionarneho
Ornsteinovho-Uhlenbeckovho procesu

UvaZzujme It6ov process { X () };>¢ popisany stochastickou diferencidlnou rovnicou
dX (t) = k(X — X(¢))dt + o (t)dW (2), (2.1)

kde potiato¢ny stav X(0) = Xj a staciondrna strednd hodnota X st nezndme parame-
tre, K > 0 je zndma rychlost’ konvergencie k staciondrnej strednej hodnote a o(t) je aZ na
konstantny ndsobok zndma polospojita deterministickd funkcia.

Pouzitim Itoovej lemy I'ahko ukdZeme, Ze

EIX()] =e " Xo+ (1 —e "X,

¢ize strednd hodnota procesu je linedrnou funkciou nezndmych parametrov. Ak teda mame
ndvrh 7 € T, o rozsahu n, potom pozorovania X (7) spliiaji linedrny regresny model

X(1)=(e" )Xo+ (1, —e "X +¢(r) =F(1)0 +¢(7), (2.2)
kde F(1) = (e7*7,1,, — e "7) je matica ndvrhu, § = (X, X)" je vektor neznamych
parametrov a e(7) = (&4,,...,¢,) je vektor ndhodnych chyb taky, Ze

Ele(T)] =0, and Vie(T)] = Z(T). (2.3)

Ked'ze proces {X(t)}:>0 je gaussovsky, pre vypocet informacnej matice potrebujeme
charakterizovat’ aj druhé momenty pozorovani.

Lema 1. Majme vektor pozorovani X (7), T € T,,, potom ij-ty prook, i < j, kovariancnej matice
3 (1) definovanej v (2.3) md tvar

{B(m)}i; = ulti)v(t;), kde
m — e*ﬁt e2m/o,2 dy
(1 / (v)dv a
v(t) = e "

Lema 2. Kovarianénd matica X(7) definovand v leme 1 je kladne definitnd pre kazdé v € %,
n > 2.
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Z lemy 1 vyplyva, Ze proces popisany rovnicou (2.1) ma stc¢inovi kovarianéni struk-
tdru. Pouzitim vysledku Harmana a Stulajtera [8] o sticinovych kovarian¢nych strukttrach
dostaneme Fisherovu informa¢nii maticu pre navrh s rozsahom n:

e 2rtL e "1 (1—e ")
_ VX (t1)] COV[X(@)]
sr) = (e—““(le—”l) (1—e=""1)? +s(r)> ’
VX (t1)] V[D(t1)]
kde
S n (eK:ti _ eﬁti71)2 n (eﬁti _ eﬁti71)2
(7') - ’Lz:; e2"‘t7V[X(t1)] _ eQnta,_lV[X(ti_l)] - ; ftt‘i_l e2,t<,l/o-2(l/)dy.

V d’'alSom ukadZeme, Ze existuje optimalny navrh o rozsahu n z mnoziny %,,. V prvom
kroku ukazujeme, Ze optimdlny ndvrh nie je koncentrovany do jedného bodu.

Lema3. Nechn > 3at = t,1,. Potom existuje ndorh 1 = (t1,...,t,)" € T, taky, Zet; < t,
ﬂj(Tl) EL f(TO).

Ked'ze optimélny navrh je alokovany vzdy aspori dvoch odlisnych bodoch, na dékaz
existencie optimalnych ndvrhov v mnozine %, sta¢i ukazat, Ze opakovanym pozorovanim
neziskame Ziadnu dodato¢nu informaciu.

Veta 1. V linedrnom modeli so strednou hodnotou (2.2) a kovariancnou Struktiirou uvedenou v
leme 1 vZdy existuje $-optimdlny ndorh o rozsahu n, na mnoZine %,,.

Veta 2. V linedrnom modeli so strednou hodnotou (2.2) a kovariancnou Struktiirou uvedenou v
leme 1, ak je funkcia o (t) nerastiica, potom je optimdlne poloZit' t;, = T*.

Veta 3. Asymptotickd Fisherova informacnd matica ziskand pozorovanim procesu popisaného rovni-
cou (2.1) v kaZdom case na D je

Ol e "Tr(1—e~"Tx) T
Ioo (T, T*) = VIX(T] VIX(T)T, n 0 0 2 dv
o e " (l—e ") (1—e=""*) 0 1 T (72(1/).
VIX(T.)] VIX(T2)] .

Navyse, pre l'ubovol ny ndvrh T = (t1,. .. )T €%, kde T, < tyat, < T, plati: i) S(1) <
SOO(T*7T*)/ a 11) j(T) jL joo(tla t2) jL joo(TwT*)

Z vety 3 vyplyva, Ze optimdlne Casy pozorovania procesu su viac koncentrované v
oblastiach s nizkou trovriou volatility, ¢o ma zrejmu fyzikdlnu interpretaciu, ktort v praci
uvadzame spolu s prikladom.

2.2 Vysledky pre vSeobecné linearne stochastické diferencidlne rovnice

2.2.1 Model a jeho vlastnosti

Predpokladajme, Ze pozorujeme proces { X (t) };>o popisany linedrnou Itdovou stochastick-
ou diferencidlnou rovnicou v tvare

dX(t) = l|aep(t) + beg(t)X(t)|dt + o(t)dW (t) (2.4)
Jo.p(t, X (t))dt + op(t)dW (t),
X(0) = Xo<Rjepevné.
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Nase zékladné predpoklady tykajtice sa modelu su: existuju derivacie funkcii fg g(t, )
a 05(t) vzhl'adom na nezndmy parameter 9 = (Xo,0", )T € RxR™ 2 xR, funkcie ag s(t),

&lg’ig(t), be 5(t), %"6’71’;(”, 05(t) a o(t) st integrovatelné vzhladom na ¢ na intervale [0, T*],

a 0g(t) je kladnd takmer v8ade vzhlI'adom na Lebesgueovti mieru na redlnej priamke.
KI'téom ku mnohym odpovediam a dékazom nasledujticich tvrdeni, ktoré praca dava,

je fakt, Ze rovnica (2.4) generuje markovovsky gaussovsky proces. To ndm umozni rozpisat

Fisherovu informa¢nti maticu pre analyzy vel'mi vhodnym spdsobom:

Lema 4. Nech {X(t)}>0 s peonym X (0) je 9-parametrizovany markovsky proces so spojitijm
casom a gaussovskou prechodovou hustotou. Potom pre kaZdyj ndvrh T € X,,, Fisherova informacnd
matica pre X (1) md tvar

n

I(7,9%) = Ixanix@ @) + D Exte ) [Ixaoix o (®)],

=2

kde Zx 1)\ x (t:_,)(9") je Fisherova informacnd matica pre X (t;) podmienené hodnotou X (t;_1) a
Ex(t,_,)|"] je ocakdvanie vzhl'adom na ndhodnii velicinu X (t;_1).

Lema 4 plati aj vo vSeobecnejiej situacii, kedy prechodova hustota spliia traditné pod-
mienky regularity, a to aj v pripadoch, kedy pozorujeme viacrozmerny stochasticky proces.

Zakladom pre hlbsiu analyzu procesu { X (t) }+>¢ z hl'adiska informadcie sui jeho pravde-
podobnostné vlastnosti. Zrejme v kazdom ¢ase ¢t mdZeme sledovany proces zapisat' v tvare
X() | X(to) = E[X(t) | X(to)] +e(t) | X(to). Ak B(t) je 'ubovolna primitivna funkcia k
funkcii b(¢), potom

t
EoplX(t) | X(tg)] = ePor®=Boslto) x4y 4 / eBe.n=Bosgg 5(v)dv,
to

W10 = [ om0, )

to
a z Itoovej izometrie vyplyva
t
VeslX(t) | X (to)] = / 1050505052 (1),
to

Aby sme si utvorili celkovy obraz o {X (¢)};>0, dokdzali sme nasledujtice pomocné tvrde-
nie:

Lema 5. Nech {X(t)}:>0 je proces popisany stochastickou diferencidlnou rovnicou (2.4). Potom
pre l'ubovolné t1 aty, to > t1 >0,

Cop[X (1), X(t2)] = wu(tr)o(tz), kde
t
ug p(t) = eB"*ﬁ(t)/O e 2Pos (ol (v)dv,
veg(t) = ePos(®)

CiZe problém ndvrhu experimentu pre proces (2.4) sme pretransformovali na tlohu
ndvrhu experimentu pre gaussovsky nelinedrny regresny model

Vyez, X(1) ~ N (Ex,0,0[X (7)), Voo X (7))
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Lema 6. Nech {X(t)}:>0 je proces popisany stochastickou diferencidlnou rovnicou (2.4) a || - || je
metrika na R™. Pre kazdy ndorh 7o € T,, a § > 0 existuje ndvrh T € T, taky, Ze |10 — 7| < S a
I (1,9%) =1, I (70,9%). Specidlne, ak ndorh T patri do hrani¢nej mnoZiny X, \ ., potom T
je dominovanyj I'ubovol nym ndvrhom T € X, kde t; = {To}1at; = {rotiak {To}: > {T0}i-1.

Dokaz lemy 6 je zaloZeny na markovovskosti procesu {X (¢)}:>0 a na skuto¢nosti, ze
lima—oPr[X (¢t + A) = X(¢)] = 1, a preto uvedeny vysledok mozeme zovSeobecnit’ na
Sirsiu triedu procesov, podobne ako v pripade lemy 4.

Ked'Ze proces {X (t)}, ktory rie$i rovnicu (2.4), je gaussovsky, Fisherova informa¢na

matica ma tvar (S (r,9%)) {F(T,9")}
gy = T, 9191 T, 918
ST ( {F(m 9} por {F(7,9%)}sp )

kde
(0 s = (Ze Ty 22T
2 9*
¥ 5t {vl ) Dy ey 22 } 25)
2 9%

a 9" je prvotny odhad skuto¢nej hodnoty nezndmeho parametra [14].

Veta 4. Ak je pociatocnd hodnota X, stochastickej diferencidlnej rovnice (2.4) jedinym nezndmym
parametrom, potom je optimdlne poloZit' t1 = T bez ohl'adu na rozsah ndvrhu. Odpovedajiica
variancia odhadu je

T
VKo = / (2ABO)-BW 52 (,)dy.
0

Doélezitym predpokladom pre platnost’ predchddzajtcej vety je absencia pociatotnej
hodnoty v koeficientoch stochastickej diferencidlnej rovnice.

2.2.2 Existencia lokdlne optimalnych navrhov

Tazkosti s existenciou optimédlnych navrhov, a to nielen pre uvaZovand triedu procesov,
ale pre modely s korelovanymi pozorovaniami vo vSeobecnosti, vznikaju, ked’ Fisherova
informa¢nd matica .# (7,9") nie je spojitd v hrani¢nych bodoch T,, \ T,,. To zddraziuje
dolezitost’ asymptotickych vlastnosti Fisherovej informa¢nej matice. Samozrejme, Speci-
fikdciou informalnej funkcie @, t. j., miera informdcie je definovand hodnotou ®[.# (1, 9")],
mozeme potlacit’ vplyv nespojitosti Fisherovej informacnej matice, preto sa zaoberame
otdzkou existencie optimdlnych navrhov v “silnom zmysle”, ¢iZe sa pytame, ¢i pre kazdy
bod z hrani¢nej mnoziny 7o € T, \ T, existuje ndvrth 7 € %, taky, Ze pre l'ubovolnu
postupnost’ ndvrhov {T(k)}k on %, kde limy_,oo 7®) = 7, Fisherova informa¢na mat-
ica .#(1,9") loewnerovsky dominuje maticu lim, .., .#(7*),9%). To znamens, Ze ak je
splnena podmienka existencie optimédlneho navrhu v silnom zmysle, potom existuje opti-
malny ndvrh bez ohl'adu na vyber informac¢nej funkcie.

Pomocou lemy 4 m6Zeme presktiimat’ limitné vlastnosti Fisherovej informacnej matice
pre podkladovi stochastickd diferencidlnu rovnicu (2.4):

Lema 7. Nech {X (t)}1>0 je proces popisany stochastickou diferencidlnou rovnicou (2.4) a 9™ je
prootny odhad skutocnej hodnoty parametra . Potom, pre I'ubovol'né konstanty w1 and ms,

Jim (Ex(trma) [Fxrmn) x(t4ma) ()] — It 0) (2 — 7)) A — O(t,9")) = Opxm,
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kde
9 (t,z) 9fe(tz) dbs (1) Dbo (1)) Ty (4
r=E[X (t)] o9’ zzg[X(t)]+ o9 997 o[ X (1)]

a5 (t)

oo (t,9%) =

191Ino3(t) dnaj(t)
2 99 99"

O(t,9%) =

,‘9*

Ked'Ze volatilita o (t) zavisi vyhradne na parametri 3, podl'a lemy 7 jediny prvok Fisher-
ovej informacnej matice, ktory potencidlne nie je spojity na hrani¢nej mnoZine, je diagondl-
ny prvok {.#(1,9%)}gg. Preto plati nasledujtica veta:

Veta 5. Ak 3 nie je nezndmy parameter stochastickej diferencidlnej rovnice (2.4), potom optimdlny
ndorh pre odhad parametra ¥ = 91 existuje v silnom zmysle, a to pre kazdé n a 9~

Technika dokazu vety 5 mdze byt aplikovana aj ked 6 = (6%, 65,)", kde 5-£[X (t)] =
%5 [X(#)]=0a %V{X (t)] = 0. Potom Fisherova informécia o (X, 82)T vyplyvajtica zo
Schurovho doplnku je rovné bloku Fisherovej informacénej matice .# (7, ¥*) zodpovedajticej
(Xo,0%)T. Tento blok je viak spojity, a teda optimalny navrh pre odhad (X, 82)7 existuje
v silnom zmysle.

Vo vSobecnejsej situdcii, za predpokladu koreldcie pozorovani je otdzka existencie opti-
malnych ndvrhov komplexny problém, a to hlavne z ddvodu nekonvexnosti informdcie.

Jednou z moznosti ako preskimat, ¢i sa supremdlna informéacia dosahuje pri konver-
gencii postupnosti ndvrhov k hrani¢nej mnoZine, je zamerat’ sa na lokélne spravanie sa
Fisherovej informécie na hrani¢nej mnozine T, \ T,.. Na tento ti¢el mdZzeme pouZit’ pojem
smerovej derivécie [16]. V oblasti navrhovania experimentov, pre konvexné mnoziny, pre &
a ( dané je smerova derivacia (maticovej/skaldrnej) funkcie h v bode £ a smere ¢ zvy¢ajne
definovand ako

Oh(e, ¢ — ) = Jin, MEHAC = O] lmanohle + AC )

Uvedena smerovd derivdcia je dodefinovana pre instancie, kedy funkcia b nie je spojitd v
bode &.

Predpoklady modelu vsakdavajt ur¢ité obmedzenia na vyber pripustnych smerov. Pre
I'ubovol'ny hrani¢ny bod 7 € T\ Tn skonstruujeme pripustny smer T = (t1,. . ., )" tak,
zevezmeme t; = {7To}; + m, i =1,... 1, kde m; = 0if {7To}; > {70}i—1, @ vezmeme 7; >
mi_1 > 0ak {T()}i = {'T()}i,1 aty >t;—q. Dalej Vyiadujeme, aby {T()}Z‘—FTFZ' > {T(]}i,1 +mi—1.
Pre Fisherovu informa¢nti maticu potom modzeme definovat’

0.5 (1o, m,9%) = ih\‘no F(To+ Am,9%) — hrzA\o (1o + A, 9%)

Vektor 7o + Am ma ostro rasttice zlozky a konverguje k 79 pre A — 0. Navyse, smerova
derivécia 0.7 (1o, m,9") je pozitivne homogénna v 7, a preto podmienka {7¢}; + m >
{T0}i—1+m_1 nie je nevyhnutnd, ked'Ze pre l'ubovol'ne malé A st zlozky vektora 7o + Am
ostro rasttice. Postacuje teda slabsia podmienka na vyber smeru =:

. — { 0, {7o}i >{7o}in

m > mic1, {Toli ={To}ti—1

Vyuzitim modifikovanej smerovej derivacie sme dokdzali nasledujtcu vetu:
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Veta 6. Nech {X(t)}+>0 je proces popisany stochastickou diferencidlnou rovnicou (2.4) a 9" je
prvotnyj odhad skutoCnej hodnoty parametra 9. Ak pre hrani¢ny ndvrh 7o € <, \ %, existuje
vektor o = a(T¢) nezdpornych konstint taky, Ze matica

9" — S o {Fo{10}i;9 ) oo {Foc({T0}i,97) s
2(r0,,97) = 2 Z( {Ic{T0}i,9 ) e {Ic({T0}is9")} s )

i=1{To}i={T0}i—1

je kladne definitnd, potom sa supremdlna informdcia nedosahuje, ked” konvergujeme k T, a to bez
ohl'adu na vol'bu informacnej funkcie.

Poznamendavame, Ze matica ¥ (t,9") md hodnost’ najviac dva. Zo subaditivity hod-
nosti matice ako funkcie vyplyva, Ze hodnost’ matice Z(7, a,9") je najviac dvojndsobok
kardinality mnoziny {i : {To}; # {7T0}i—1}. Veta 6 je preto uZito¢na najmd v pripadoch,
kedy sa overuje existencia optimalnych navrhov v silnom zmysle a dim(8) = 1 (dim(d) =
3). Napriek tomu moZe tato veta dat’ urcité indikdcie aj pre vyssie dimenzie parametra 6.

2.2.3 Ultimatna efektivnost navrhov

Definicia ultimdatnej efektivnosti tak, ako je uvedena v ¢lanku [17] je aplikovatel'nd iba ak je
lim,, oo ®[F (7™, 9%)] konetn, to v nasej situdcii, kde parameter 3 je konzistentne odhad-
nutel'ny, nemusi platit’. Preto sme sa zamerali na subparameter ¥;: Vo v8eobecnosti, ak if
9= (9] ,9)7 je delenie parametra na dva subparametre a 7 € ¥,,, potom Fisherova infor-
macnd matica #(7,9") zodpovedajica 9; je dand Schurovym doplnkom

VJI(T"B*) = {j(‘r’,ﬂ*)}ﬂlﬂl - {j(7719*)}1911911{j(7-7ﬂ*)}qgnﬂn{j(7719*)}1911191’

kde {7 (1,97)}y, 9, je l'ubovolna zovseobecnena inverzia matice {.%(7,9")}o,9,. Na-
vyse Schurov doplnok zachovava loewnerovske usporiadanie matic [11], preto:

Tvrdenie 1. Ak optimdlny ndorh pre odhad parametra 9 existuje v silnom zmysle, potom optimdl-
ny ndvrh pre odhad parametra 91 tieZ existuje v silnom zmysle.

Definicia 1 (Modifikacia definicie ultimatnej informécie). Nech {T(n)}an € Cp a nech
9 = (9] ,91)7 je rozdelenie neznameho parametra, pre ktoré plati

Amax ({Fo0 (97) }oy0,) < 00,

Amax 0znacuje najvicsie vlastné c¢islo, a

{f(»r(”),19*)}19“911{](7-(”),19*)}51“9“{](7-(”),19*)}191”91 _>Odim(191)><dim(191)7 (26)

ako n — oo. Potom (lokdlna) ultimdtna efektivnost’ ndvrhu T € %, pre odhad parametra Y
vzhl'adom na informacmi funkciu ®, skrdtene (lokdlna) ultimdtna ®-efektivnost’, je pomer

O[A(1,9")]
P Io (97) }or0]

ueff (7 | ®,9%) =

Z lemy 4 a lemy 7 sme dostali:

Veta 7. Nech {X (t)}1>0 je proces popisanyj stochastickou diferencidlnou rovnicou (2.4) a nech
{T(")}an € ¢p. Potom

lim (j(T(n)v'ﬁ*) - ]00(19*) - Z ﬁ(tia'ﬂ*)> = Opxm,

n
n—oo
=2
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kde
S(8) = OEIXAT.)| X (L] L LOMYIX(L)] 9mVIX(D)]| "j 4, 9°)dt,
= VIX(T) | 2 Y oot |, Jn

a I (t,9%) a O(t,9") sii definované v leme 7.

Ked'Ze parameter 3 je konzistentne odhadnutel'ny, pouZitim predchddzajticej vety a v
salade s definiciou 1 vieme vypocitat’ ultimatnu ®-efektivnost’ ndvrhov pre subparameter
191 = (X07 OT)T'

2.2.4 Procesy Ornsteinovho-Uhlenbeckovho typu

Predchéddzajuice vysledky sa sice vzt'ahuji na linedrne stochastické diferencidlne rovnice,
otdzkou vsak je mozZnost’ rozsirenia vysledkov aj na iné, nelinedrne rovnice. Motivaciou tu
je hlavne Fisherova-Neymannova veta o faktorizécii o postacujtcich Statistikach, ktord nds
doviedla k nasledujicej definicii:

Definicia 2. Nech ugs(t,y) a vs(t,y) su dostatocne hladké funkciea nech proces {Y (t)}1>o je
popisany stochastickou diferencidlnou rovnicou

dY (t) = pe,5(t, Y ())dt +y(t, Y () dW (t).

Ak existujii dostatocne hladké funkcie ag 5(t), be g(t), oa(t) a v(t,y), kde ¢ je bijektivna v y a
% = 0,, pre vsetky t > 0ay € R, také, Ze proces { X (t) }1>0 = {@(t, Y (t)) }i>0 je popisany
rovnicou

dX(t) = [ao 5(t) + bg ﬁ(t)X(t)}dt + Uﬁ(t)dW(t)

potom hovorime, Ze proces {Y (t)}>o je Ornsteinovho-Uhlenbeckovho typu s asociovanymi koefi-
cientmi a(t), b(t) a o(t). Tento fakt oznacujeme symbolom {Y (t)} € OU (1) b(t),0(¢)-

Veta 8. Nech {Y (t)}+>0 je proces popisanyj stochastickou diferencidlnou rovnicou
AY (1) = plt, Y (H)dt + o (£)g(t, Y (1)) dW (1),

Bg(t

kde funkcie pu(t,y) and g(t,y) s dostatocne hladké a ) — () pre vsetkyt > 0ay € R. Akje

splnend podmienka

d/f dy dy 1 5.,09(ty)  p(ty)
dt/g(t,y) - (t)+b(t)/g( » 2 Q Ay 9(t,y)

pre nejaké funkcie ag 5(t) a b s(t), potom {Y (t) }r>0 € OUay 4(t),b6.5(t),05(t)-

Désledok 1. Nech {Y(t)}i>0 € OUag 4.6 5,05 J€ proces popisany stochastickou diferencidlnou
rovnicou

) = pe,p(Y(1))dt + opg(Y () dW (t)

dy (¢
a nech p(y) je dané. Potom g(y) riesi obycajnii diferencidlnu rovnicu

2
(0= 2890 ) + ) 252 + S ) L o
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2.2.5 Priklad aplikacie vysledkov na Gompertzovom rastovom modeli

V Gompertzovom rastovom modeli [6] je o¢akdvand velkost’ nddoru Yy, g, (t) rieSenim
obyctajnej diferencidlnej rovnice

dY (¢

% =0Y(t) —6,.Y(t) InY(t), Y(0) =Y, zndme, (2.7)
kde faktor spomal'ujici rast #; a vnatornd miera rastu 6, st nezndme parametre v sfére
zaujmu, a pociato¢nd vel'kost’ Yy je zvycajne zndma a ziskana z prvej detekcie (pri poku-
soch z prvej infekcie). RieSenie rovnice (2.7) je zndme v explicitnej uzavretej podobne:

—01t —01ty O
1/91792(t) :ee 01 1nY0+(1_e ! )%’ (28)

¢o vysvetl'uje popularitu modlu v aplikacidch.
Lokéalne D-optimélny navrh Gomperzovho modelu, kde oc¢akdvana velkost' nddoru
(2.8) je kontaminovand homoskedastickym bielym Sumom, bol analyzovany v clanku [12].
Gompertzov model je moZzné prepisat’ do stochastickej diferencidlnej rovnice nasle-
dovne [13]:

AV (1) = [62Y () — 0,Y (1) In Y (£)]dt + BY ()dW (), Y (0) = Y, zname. (2.9)

Vv

Tu, ¢im vacsi je nddor, tym kolisavejsia je jeho vel'kost’ a naopak.
Ak definujeme {X (t)}+1>0 = {InY (¢) }4>0, potom {X (¢)};>0 riesi stochastickt diferen-
cidlnu rovnicu

1
dX(t) = (92 - §ﬂ2 — 01X(t)) dt + BdW (t).
Cize {Y (t)}:>0 je proces Ornsteinovho-Uhlenbeckovho typu s asociovanymi koeficientmi
1
ag, p(t) = 02 — 552, bo, (t) = —01 a o5(t) = 3.

Ak polozime 6 = (6., 62)T = 91, dostaneme asymptotickd Fisherovu informa¢nt maticu
pre 6

QEXCTI DELXTIL 910 VX (T)] d1n V[X(T.)]

{Foe(97)}00 = a;[X(T*)a]e 00 00
1T EX () + VIX(1)] —E[X ()]
*52/ ( —E[X (1) 1 >dt’

kde E[X(t)] = e In Yy + 5-(62 — 567)(1 —e ) a VX (1)] = %(1 — e~ 201,
Tymto sme ziskali vSetky potrebné tidaje pre vypocet ultimatnej efektivnosti navrhov.

2.3 ZovSeobecnenie vysledkov pre asymptotickt Fisherovu informacnu
maticu

Uvazujme vSeobecnu situdciu, kedy pozorujeme Itdov proces {X (t)},>¢ popisany stocha-
stickou diferencialnou rovnicou

AX (1) = fap(t, X(£))dt + op(t, X (£))dW (2). (2.10)



2. VYSLEDKY DIZERTACNE] PRACE 11

Predpokladame, Ze existuje slabé rieSenie rovnice (2.10), jeho prechodovéa hustota p(z, s |
y,t) = % PriX(t+s) < x| X(t) = y] ajej prvé a druhé derivacie vzh§adom na nezndmy
parameter ¥ = (", 3) st polospojité sprava v bode s = 0 a integrovatel'né v y vzhladom
na pravdepodobnostnii mieru p(A) = [, p(z,t | X(0),0)dz. Dalej pozadujeme, aby pre-
chodova hustota spltiala obvyklé podmienky regularity.

Potom dostdvame nasledujticu vetu:

Veta 9. Nech { X (t)}¢>0 je proces popisany stochastickou diferencidlnou rovnicou (2.10) spliajiicou
prislugné predpoklady a nech {7 },,>,, € €p. Potom

n—oo

lim (ﬂ(r(”),ﬁ*) — I (97) =D O, 0*)) = Oxcm,

1=2
kde
T* 3f19(§»1;((t)) 3f19(t7)T((t))
I (9) =7 9 £ 99 dt,
(@)= Fxemo@) + | XW[ P20 X0) J
a

o 1 ) )
Ot,9") = 5Exq) [aﬁ1na§(t,X(t))aﬂT1nag(t,X(t))

J
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